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Resumen

El objetivo general fue analizar la eficiencia de los algoritmos de aprendizaje automatico
supervisado en la prediccion del rendimiento académico en matematica de los estudiantes
del quinto grado de secundaria de la I. E. “Santa Rosa”, y los objetivos especificos: predecir
el rendimiento académico para el 2021 con el algoritmo de aprendizaje automatico
supervisado mas eficiente; determinar la relacion entre las calificaciones del 2010 al 2020 y
la prediccion del rendimiento académico para el 2021; y pronosticar el rendimiento
académico en matematica desde 2021 al 2027. La investigacion fue de tipo basica, nivel
descriptivo, compuesto, predictivo, no experimental. La muestra censal fue de 2933
estudiantes. La hipotesis general planted que existen algoritmos de aprendizaje automatico
supervisado que predicen el rendimiento académico en matematica de los estudiantes del
quinto grado, con una eficiencia mayor o igual al 95%. La investigacion concluy6 con que
hay algoritmos de aprendizaje automatico supervisado que predicen el rendimiento
academico con eficiencias mayores o iguales al 95%. Ademas, la prediccion del rendimiento
academico para el 2021 en matemaética es confiable con el 100% de aciertos, usando el
algoritmo de aprendizaje automatico supervisado K vecinos mas cercanos, como el mas
eficiente; no existe una relacion significativa entre las calificaciones del 2010 al 2020 y la
prediccion del rendimiento académico para el 2021 con el algoritmo K vecinos mas
cercanos; y el pronostico del rendimiento académico en matematica del 2021 al 2027 tiene

una tendencia positiva e incremental.

Palabras clave: Prediccién, automatico, aprendizaje, algoritmo, rendimiento.
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Abstract

The general objective was to analyze the efficiency of supervised machine learning
algorithms in the prediction of academic performance in mathematics of students in the fifth
grade of secondary school at I. E. "Santa Rosa". The specific objectives were: to predict
academic performance by 2021 with the most efficient supervised machine learning
algorithm; to determine the relationship between the 2010 to 2020 scores and the prediction
of academic performance by 2021; and to forecast academic performance in mathematics
from 2021 to 2027. The research was basic, descriptive, composite, predictive, non-
experimental. The census sample was made up of 2933 students. The general hypothesis
stated that there are supervised machine learning algorithms that predict the academic
performance in mathematics of fifth grade students, with an efficiency greater than or equal
to 95%. The research concluded that there are supervised machine learning algorithms that
predict academic performance with efficiencies greater than or equal to 95%. In addition,
academic performance prediction for 2021 in mathematics is reliable with 100% accuracy,
using the K nearest neighbors supervised machine learning algorithm as the most efficient;
no significant relationship exists between the 2010 to 2020 scores and the prediction of
academic performance for 2021 with the K nearest neighbors algorithm; in addition, the
forecast of academic performance in mathematics from 2021 to 2027 has a positive and

incremental trend.

Keywords: Prediction, machine learning, algorithm, performance.




Introduccion

Las instituciones educativas se orientan a conseguir la educacién integra de sus
discentes considerando su heterogeneidad durante el proceso de aprendizaje; lo que resulta
impedido en su realizacion, por la existencia de diversas situaciones adversas propias de los
estudiantes; como la escases o falta de recursos economicos, el escaso desempefio
academico, etc. (Vergara C., Oviedo A., Carmona C., Vélez G., y Amon I. citados por Ulloa
N., Miranda R. y Holgado L., 2020, p. 17).

El poco rendimiento académico conlleva lleva a la desaprobacion en los cursos, entre
ellos matematica; constituyendo un problema escolar en el mundo. Una solucion a esta
situacion, es contar con informacion oportuna acerca de los logros de aprendizaje al inicio
del afio lectivo, en este escenario diversos algoritmos de aprendizaje automatico supervisado
en combinacion con procedimientos de la mineria de datos, estan siendo empleados en la
predicciéon del rendimiento académico, con el fin de detectar factores influyentes en la
ensefianza-aprendizaje, que faciliten a los profesores desarrollar acciones pedagdgicas
efectivas y de acompafiamiento oportuno a aquellos que lo requieran (Menacho C., 2017,
p.26).

Estudios del 2017 en Narifio — Colombia indicaron que después de emplear mineria de
datos aplicando sus técnicas con algoritmos de aprendizaje automatico de clasificacion y
asociacion, tomando la data almacenada en los Ultimos 15 afios; se han descubierto entre
otros, patrones asociados al bajo aprovechamiento escolar en la asignatura de matematica y
otras, en alumnos de los ultimos afios de escolaridad secundaria, pre universitarios y
universitarios del primer semestre; incidiendo en una notoria y significativa desercion
escolar (Timarin R. citado por Ulloa N., Miranda R. y Holgado L., 2020, pp. 21, 22).

En Cuba debido al bajo rendimiento académico observado durante varios afios, se han
desarrollado modelos que permitieron detectar a estudiantes preuniversitarios y
universitarios del primer ciclo, con alto riesgo de fracaso académico en asignaturas de
ciencias, matematicas y letras; ademas, de determinar los mejores predictores del
rendimiento empleando algoritmos de clasificacion y de regresion ordinal, lo que ha
permitido a los docentes tomar las medidas necesarias para corregir los procesos de
ensefianza, en los estudiantes con mas probabilidades de desaprobacion en los cursos. Este

estudio se baso en los datos de los afios 2001 y 2002 incidiendo en las caracteristicas: indice



académico preuniversitario, examen de ingreso, prueba de inteligencia, etc. de cada uno de
los registros correspondientes a los estudiantes que realizaron sus estudios en los afios

mencionados (Bacallao J., 2004, parr. 1).

Los escenarios anteriores no son ajenos a los docentes y discentes de la I. E. “Santa
Rosa” de Tarapoto; es asi que se mencionan las siguientes causas: el desinterés por conocer
la eficiencia de algoritmos de machine learning supervisado que predicen el rendimiento
escolar, la no utilizacion del algoritmo de mayor eficiencia en la prediccion, el desinterés
por establecer relaciones entre las calificaciones del 2010 al 2020 con las predicciones del
rendimiento académico para el 2021 en matematica, y el desinterés por conocer el pronostico
del rendimiento académico para los proximos afios; lo que ha originado el problema de la
inexistencia de predicciones sobre el rendimiento escolar en el area de matematica de los

estudiantes que pertenecen al quinto de secundaria (anexo 02).

El problema en el corto plazo, es el no contar con mediciones sobre la eficiencia de
algoritmos de machine learning supervisado que determinen las predicciones del
rendimiento en matematica y el no contar con un modelo predictivo con el algoritmo mas
eficiente; en el mediano plazo, la consecuencia es la inexistencia de relaciones entre las
calificaciones del 2010 al 2020 y la prediccién del rendimiento académico del 2021, y el no
contar con pronosticos para los proximos afios; y en el largo plazo, es el desconocimiento de
las predicciones por cada estudiante acerca de su rendimiento académico en matematica para
el 2021, lo que no esta permitiendo identificar anticipadamente a aquellos estudiantes que
podrian desaprobar el area al término del afio escolar y plantear para ellos, estrategias de

apoyo personalizado que eviten la reprobacion (anexo 02).

Las limitantes identificadas para el estudio refieren a los siguientes: en cuanto a las
calificaciones registradas desde el 2010 hasta el 2020; en algunos de ellos, los periodos han
sido trimestrales y de acuerdo a lo previsto en el disefio de la investigacion, aquellos afios
que han sido trimestrales tuvieron que ser normalizados a periodos bimestrales, recurriendo
para ello, al célculo del promedio de las calificaciones de los trimestres. Otra limitacion
refiri6 a los traslados externos de estudiantes, que durante el afio lectivo se incorporaron a la
institucion educativa; trayendo calificaciones correspondientes a otra institucion con
caracteristicas de evaluacion diferentes, en cuanto a sus formas. Por ultimo, algunos
estudiantes abandonaron los estudios o se trasladaron, dejando registros con calificaciones

incompletas en las actas correspondientes.



El alcance geografico de la investigacion se refirio al &mbito propio de la institucion
educativa, en cuanto al alcance temporal las predicciones para el afio 2021 se realizaron
teniendo en cuenta la informacion historica de las calificaciones desde el 2010 hasta el 2020,
ademas de pronosticar el rendimiento en el area de matematica de este grupo poblacional
desde el 2021 hasta el 2027; en efecto, estos resultados estuvieron referidos a alumnos del

quinto grado de esta institucion, correspondiendo al alcance poblacional del estudio.

El problema general de la investigacion refirio a lo siguiente: ;cémo es la eficiencia
de los algoritmos de aprendizaje automético supervisado al predecir el rendimiento
académico en matematica de los estudiantes del quinto grado?, y los problemas especificos
fueron: ¢codmo es la prediccion del rendimiento académico del 2021 usando el algoritmo mas
eficiente?, ;cuél es la relacion que existe entre las calificaciones del 2010 al 2020 y la
prediccion del rendimiento académico 2021 en matematica usando el algoritmo mas
eficiente?; y, ¢cual es el pronostico del rendimiento académico en matematica del 2021 al
20277

El objetivo general fue: analizar la eficiencia de algoritmos de aprendizaje automatico
supervisado al predecir del rendimiento académico en matematica; siendo los objetivos
especificos los siguientes: predecir el rendimiento académico para el 2021 con el algoritmo
de aprendizaje automatico supervisado mas eficiente; determinar la relaciéon entre las
calificaciones del 2010 al 2020 y la prediccion del rendimiento del 2021 usando el algoritmo
mas eficiente; y pronosticar el rendimiento en matematica del 2021 al 2027.

Este estudio planteo la hipdtesis general de investigacion siguiente: existen algoritmos
de aprendizaje automatico supervisado que predicen el rendimiento académico en

matematica con una eficiencia mayor o igual al 95%.

Los resultados obtenidos son: existen algoritmos de aprendizaje automatico
supervisado que predicen el rendimiento académico con una eficiencia mayor o igual al 95%;
la prediccion del rendimiento académico del 2021 en matematica es confiable con el 100%
de acierto usando el algoritmo de aprendizaje automatico supervisado K vecinos mas
cercanos, como el mas eficiente; no existe una relacion significativa entre las calificaciones
del 2010 al 2020, respectivamente con las predicciones hechas por K vecinos mas cercanos
del rendimiento académico 2021 en matematica; el pronostico del rendimiento académico

en matematica del 2021 al 2027, tiene una tendencia positiva e incremental en el tiempo.



Este informe esta estructurado como sigue: en el primer capitulo se consideran a las
fuentes bibliograficas sobre antecedentes y marco tedrico, en el segundo capitulo se
consignan a aquellos materiales y métodos utilizados, en el tercer capitulo se incorporan los
resultados, asi como la discusion. Apartados posteriores, contienen conclusiones,

recomendaciones, bibliografia y anexos.



1.1.

CAPITULO |
REVISION BIBLIOGRAFICA

Antecedentes de la investigacion

1.1.1. Internacionales

a)

b)

Marquez C. (2015) realizo la tesis que tratd acerca de predicciones de la permanencia 'y
el abandono escolar utilizando técnicas de mineria de datos; su objetivo general se
focaliz6 en la obtencion de un modelo con capacidad de prediccion de aquellos
estudiantes que potencialmente tienen mayor riesgo de fracaso académico, al desaprobar
0 abandonar los estudios. La investigacion enfatizo el método predictivo, en el que se
desarrollaron las etapas de recoleccion de la informacién, el procesado previo, la
mineria de datos e interpretacion de los resultados. La recopilacion de los datos se
realizO mediante una encuesta que permitié detectar las causas que afectaron el
rendimiento acadéemico de 670 escolares de 15 a 18 afios del programa 11 de la UAPUAZ
de Meéxico del afio escolar 2009/10. Para la prediccion del rendimiento académico se
realizaron varios experimentos con los datos recolectados, habiéndose optado por un
algoritmo genético que facilite la obtencién de un modelo para clasificar con precision,
proporcionando reglas de induccion de facil comprension. Las conclusiones mas
relevantes de la investigacion refieren a los siguientes: los algoritmos de clasificacion
se pueden usar en la obtencion de una buena prediccion del rendimiento académico,
diferenciando a los estudiantes que aprueban o no; los modelos con algoritmos ICRM
(Interpretable Classification Rule Mining) proporcionan resultados de TNrate y GM
con mayor confiabilidad, cuando la informacion se rebalancea, obteniendo una
clasificacion con mas precision y comprension, empleando pocas reglas de clasificacion
con pocas condiciones. Las causas o factores relacionados con el fracaso escolar de los
estudiantes con mayor incidencia en la prediccion fueron los valores de las notas (pobre,
muy pobre y no presento), tener mas de 15 afios de edad, evidenciar un nivel bajo de
motivacién por los estudios, entre otros.

Méndez O.y Lopez J. (2019) desarrollaron su tesis que tratd sobre técnicas de machine
learning que predijeron el desempefio académico en el desarrollo del espacio proyectivo
del pensamiento espacial; el objetivo general consistio en la evaluacion de la incidencia
de la utilizacién del machine learning para predecir el desempefio en el espacio
proyectivo del pensamiento espacial. Utilizd el modelo CRISP-DM cuyo acrénimo es

Cross Industry Standard Process for Data Mining, como metodologia. La recopilacion



de datos se realiz6 mediante la aplicacion de una prueba simulacro adaptada de la
admision 2010 a la Universidad Nacional de Colombia y una encuesta sobre las
condiciones sociodemogréficas de los 153 estudiantes con edades desde 13 hasta los 17
afios del colegio Carlos Alban del municipio de Alban en Cundinamarca. Las
conclusiones relevantes de esta investigacion mencionan que: existen factores de
incidencia directa en el proceso de aprendizaje del estudiante, los que imposibilitan su
desarrollo; el empleo del machine learning a través de sus técnicas implementadas y
desarrolladas en un modelo de prediccién, es para el docente una herramienta eficaz,
que le permite la clasificacion y el conocimiento con alta precisiéon, del bajo o alto
desempefio de los estudiantes; ayudando en la creacion de estrategias para el desarrollo
espacial segln la teoria de Piaget.; algoritmos de machine learning y mineria de datos
se configuran para el desarrollo de estrategias y conocimientos que promueven y
potencian los procesos pedagogicos.

1.1.2. Nacionales

a) Lizares M. (2017) desarrollo su tesis en el que comparé modelos de clasificacion con
regresion logistica y arboles de clasificacion, que permitio la evaluacion del rendimiento
académico; el objetivo general estuvo centrado en realizar estd comparacion a partir de
la construccion y ejecucion de los dos modelos. La metodologia implicé una
investigacion descriptiva transversal de disefio observacional sin experimentacion. La
recoleccion de los datos se obtuvo en formato digital de un repositorio de machine
learning referido a 3600 estudiantes de universidad, matriculados en el semestre 1 de la
asignatura de matematica, que en su mayoria tenian edades desde 16 hasta 18 afios,
pertenecientes a la Universidad Nacional Nordeste de Argentina. Entre las conclusiones
mas relevantes del estudio se mencionan: en ambos modelos, la variable sexo del
estudiante no es influyente sobre el rendimiento académico; ademas, en el modelo
logistico, la variable tipo de colegio tiene un coeficiente positivo, por lo que, el
estudiante incrementa su posibilidad de aprobar matematica, si procede de un colegio
particular. Después de evaluar la clasificacion de los modelos, determiné que los arboles
de clasificacién como técnica, fue la que evidencié mayor optimizacion, y que la mas
alta probabilidad de reprobador matematica es de 92,34% y ocurre en estudiantes que al
menos provienen de un colegio nacional; estudios futuros deben incorporar variables
psicoldgicas en los modelos para aumentar la precision en la prediccion; la mineria de
datos como técnica que emplean a los arboles de clasificacion, demostrd ser una

herramienta eficaz en un modelo de prediccion del rendimiento académico.



b) Vega J. (2019) realizo su tesis desarrollando el prondstico del rendimiento académico

de los estudiantes en los cursos y programas basicos de la Universidad Ricardo Palma,
con un modelo en el que se emplean algoritmos de machine learning; el objetivo refirio
a realizar predicciones usando algoritmos de machine learning para identificar a los
estudiantes con alta probabilidad de tener bajo rendimiento académico en cursos basicos
desarrollados por la Universidad Ricardo Palma y asi proceder con la implementacion
de diversas acciones estratégicas que a la obtencidn de mejores resultados académicos
en los estudiantes. La metodologia empleada refiri6 al descriptivo simple y correlacional
con disefio no experimental. La recoleccion de datos se realizé en formato digital con la
solicitud de los archivos necesarios, al centro de computo que correspondié a la data de
9118 estudiantes de 16 afios a mas, que se matricularon en cursos basicos del ciclo 2015-
1 al 2019-0. Las conclusiones mas relevantes se mencionan: cada modelo brind6 una
exactitud relacionada con el data set de cada curso y segun los resultados, es altamente
probable que los datos de entrada fueron suficientemente confiables en la realizacion de
las predicciones; ademas, si es posible la aplicacion de al menos un modelo con machine
learning, que determine el rendimiento académico a partir de la extraccion de datos
historicos transaccionales.

Candia D. (2019) desarroll6 su tesis que predijo el rendimiento académico de los
alumnos de la Universidad Nacional del Cusco con data histdrica de ingreso, con
algoritmos de machine learning; considerando los objetivos de predecir el rendimiento
académico de los estudiantes del primer semestre, determinar el algoritmo de machine
learning mas eficiente al realizar la prediccion. La metodologia empleada estuvo
enmarcada en lo cuantitativo, correlacional y no experimental, las unidades de analisis
correspondieron a los ingresantes a la universidad desde el primer semestre del 2014
hasta el primer semestre del 2018, siendo la muestra censal de 12 698. Las siguientes
son conclusiones de este estudio: es posible realizar la prediccion del rendimiento
academico con los datos de ingreso a la universidad, con algoritmos de machine learning
que evidencian como maximo una eficiencia del 69%; el algoritmo random forest tuvo
un mejor performance con el 69% al predecir el rendimiento de los estudiantes del

primer semestre; y la regresion logistica fue el segundo con una eficiencia del 68%.



1.2. Bases tedricas
1.2.1. Algoritmo de aprendizaje automatico

Hansen S. (2018) lo define como un algoritmo que permite al computador
incrementar su desempefio en una determinada solucion de un problema de acuerdo a lo que
se va suministrandole nueva data (p. 217). Segun Murphy citado por Hansen S. (2018), un
algoritmo de aprendizaje automatico refiere a un grupo de métodos concebidos e
implementados que detecten de forma automaética patrones en la data, y utilizarlos en la
prediccion de datos futuros o tomar otras decisiones en situaciones de incertidumbre (p. 217).

Los algoritmos de aprendizaje automatico son la base del aprendizaje automatico o
machine learning y segun Michel T. citado por Huérfano C. (2020) lo considera como una
rama que evoluciona permanentemente, de los algoritmos computacionales estructurados
bajo un disefio que emula la inteligencia humana, al aprender de los elementos del entorno
(p. 4). En opinion de Alpaydin E. citado por Huérfano C. (2020) es desarrollar programas o
software para ordenadores que optimicen las métricas de desempefio del procesamiento,
empleando data provista de experiencias y/o ejemplos pasados (p. 4); complementada con la
necesidad de generar aprendizaje en algunos casos donde no es posible escribir un programa
de computadora para resolver un problema (Alpaydin E. citado por Huérfano C., 2020, p.4).

Para Alpaydin E. citado por Huérfano C. (2020) estadistica, matematica y
computacién proporcionan una gran potencia al aprendizaje automatico y a las técnicas
asociadas con los algoritmos de aprendizaje automatico; definiendo dos roles especificos, el
primero, algoritmos con soporte matematico y capacidad para procesarlos y almacenarlos en
grandes volimenes de datos; y, la segunda, una vez entrenado el algoritmo, le corresponde
a la computacion, poder procesar de forma adecuada y 6ptima en espacio y tiempo, la gestion
de los datos; y luego, las ciencias estadisticas y matematicas se haran cargo de la prediccion
(p. 4).
1.2.1.1. Clases de algoritmos de aprendizaje automatico
1.2.1.1.1. Algoritmo de aprendizaje automatico supervisado

Permite el aprendizaje automatico tomando el ingreso de un conjunto de datos X'y
un conjunto de datos Y, como salidas; con el fin de ejercitar un modelo asumido y empleando
algoritmos estadisticos de acuerdo a los datos y su estructura, en consecuencia, al encontrarse
el sistema con X como una nueva entrada, esté en las condiciones de tomar una decision,
sobre Y, como la variable de salida (Witten I. H., Frank E. y Hall M. citado por Huérfano
C., 2020, p. 4).



Trabaja con etiquetas, encuentra una funcién y segun la variable de entrada identifica
patrones del conjunto de datos y provee una etiqueta adecuada y optima como una salida.
“Aprenden” del conjunto de datos historicos etiquetados, con los cuales desarrolla el
entrenamiento y “predice” la variable de salida con valores, segun el patron del algoritmo de
clasificacion considerado en el modelo, cuando se realiza el ingreso de un dato nuevo
(Witten 1. H., Frank E. y Hall M. citado por Huérfano C., 2020, p. 4).

Resuelve dos tipos de problemas, clasificacion que implica un procedimiento en el
que se asignan categorias a la data de la muestra de entrada, por ejemplo: al predecir si un
individuo en los proximos dias estara bien o mal de salud; y regresion, a través de un proceso
en el que se predice un valor numérico continuo para los datos de la muestra de entrada, por
ejemplo: pronosticar la temperatura (Witten I. H., Frank E. y Hall M. citado por Huérfano
C., 2020, p. 4).

a) Arbol de decision J-48

Segun The New England Journal of Medicine citado por Suca C., Cérdova A.
Condori A. Cayra J. y Sulla J. (2016) es también conocido como arbol de decision C4.5 (p.
2). Segun Suca C. et al (2016) este algoritmo es una maquina que predice a través de una
variable dependiente el objetivo deseado, a partir de los campos de la data disponible, siendo
los nodos dentro del algoritmo, los diversos campos, las ramificaciones los posibles valores
y los ultimos nodos (hojas) las clasificaciones. Por ser interactivo, este método coloca los
valores posibles de los atributos o caracteristicas (informacion nueva o que se va generando);
cuando cada uno de estos valores van siendo asignados a una clasificacion determinada y se
elimine la ambigliedad; por lo que, asignara un nodo o una raiz (p. 2).

Segun The New England Journal of Medicine citado por Suca C. et al (2016), este
arbol se considera extension del arbol ID3 (p.2). A continuacion, se explican las mejoras.

- Gestion continua y discreta de atributos, creando un umbral para dividir la faja en dos,
en el que el valor dado al atributo, sea mayor al umbral y de la otra menor o igual a él
(figura 1).

- Gestion de la data de formacion usando valores de los campos ausentes, permiten ser
marcados como interrogacién para los datos ausentes. Valores que no estan presentes
respecto a aquellos campos, no son usados al calcular la entropia y ganancia.

- Gestion de los campos con costes diferenciados.

- Poda del arbol después de crearse, el algoritmo retrocede a traves del arbol y procura
prescindir de aquellas ramas que no contribuyen con la prediccidn, y los reemplaza con

los nodos de hoja (p. 3).
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Figura 1. Visualizacién de un arbol de decisién J-48 en Weka (Fuente: Brownlee J., 2019).

b) Arbol de decision random forest

Constituido por una coleccion individual de arboles con decision propias entrenados
en base a una muestra aleatoria que se obtiene de la data de ejercitacion primaria, para ello
utiliza el bootstrapping. El entrenamiento de cada red de arbusto, se realiza con data
significativamente diferente y las observaciones se distribuyen mediante bifurcaciones a
partir de nodos, lo que genera la estructura del arbol y se expande hasta que alcance al final
un nodo resultante. Una observacién nueva predecida, es el resultado de agregar lo que
predijeron cada uno de los arboles que son parte de la red de arbusto como modelo (Amat
J., 2020).

El conjunto de arboles de decision al combinarse con bagging, hace de que diferentes
arboles se ocupen de porciones diferentes de los datos y ninguno de ellos se ocupa de todos
los datos del entrenamiento (figura 2); conllevando a que cada arbol tome diferentes
muestras de datos en su entrenamiento para resolver un mismo problema. Por lo que, cuando
combina sus resultados, determinados errores sean compensados con otros y obtiene una
prediccion de mejor generalizaciéon. Al utilizar la clasificacién en la solucion de un
problema, los resultados de los arboles de decision son combinados con procedimientos de
votacion, otorgando prioridad a aquellos arboles en el que sus resultados sean mas seguros;
y en problemas de regresion la combinacion se realiza tomando la media aritmética de cada
arbol (Martinez J., 2020).
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Figura 2. Arbol random forest y decisiones (Fuente: Martinez J., 2020).

c) Algoritmo de K vecinos més cercano

Conocido también como k-Nearest Neighbors (K-NN), admite clasificacion como
regresion. Almacena todo el conjunto de datos de entrenamiento y, luego, lo consulta para
localizar patrones de entrenamiento mas similares, al realizar la prediccion. Asume que, no
hay otro modelo que no sea la data para entrenarla, sin procesar; con unico calculo realizado,
que es la consulta del conjunto de datos de entrenamiento, cuando solicita una prediccién. A
menudo, logra un buen rendimiento; debido a su simplicidad y, a que la distancia entre las
instancias de datos es significativa para hacer predicciones. En la realizacion de las
predicciones, K-NN tomaré el nodo o clase mas comun de las k instancias mas similares, en
el conjunto de datos para entrenamiento (Brownlee J., 2019).

K vecinos mas cercanos otorga una asociacion de clase, la clasificacion del dato es
segun el puntaje mayoritario de sus vecinos, quien es asignado a la clase con puntaje mayor
a los valores de K vecinos menos distantes (K = infimo, mayor a cero, donde K pertenece a
Z"). Para K igual a 1, implica que el dato es asignado a la clase del vecino menos distante
(Mi diario Python, 2018, parr. 1).

El diagrama de dispersion o nube constituido por puntos (figura 3) del procedimiento
de clasificacion que realiza K-NN, en el que se observan a las clases A 'y B. Al ingresar un
nuevo punto, este debe de clasificarse en una de ellas; en este caso ingresa la estrella, K-NN
busca a sus vecinos mas cercanos, para clasificarlo. Se observa la presencia de K que cuenta
con una cantidad de vecinos que el elemento de clasificacion busca en la grafica de
dispersion. Cuando K = 3, da origen a una circunferencia alrededor de la estrella, que circula
tres puntos menos distantes a ella, de ellos dos son de la clase B y uno que pertenece a A,
entonces K vecinos mas cercanos clasifica a la estrella por la cantidad de vecinos menos

alejados, a B. Si cambia K = 6; el dato estrella tiene seis vecinos méas cercanos, en el que
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cuatro de ellos estan en la clase A 'y dos en la B, por lo que la estrella seré asignada a la clase
A (Mi diario Python, 2018, parr. 2, 3).
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Figura 3. Algoritmo K-NN y clases decisionales (Fuente: My
Python Diary, 2018).

d) Algoritmo de regresion logistica

Es de clasificacion binaria, asume como numéricas a las variables de entrada que
tienen una distribucion gaussiana (con una curva de campana). Esta acotacién no es
determinante, puesto que, la regresion logistica puede lograr buenos resultados si sus datos
no son gaussianos. Aprende un coeficiente por cada uno de los valores que ingresan, luego
estos lo combinan de manera lineal a través de una funcidén de regresion para luego
transformarla mediante una funcidn logistica (en forma de S). La regresion logistica, es una
técnica rapida y sencilla y puede resultar muy eficaz en algunos problemas. La regresion
logistica solo admite problemas de clasificacion binaria, aunque la implementacion en Weka,
se ha adaptado para admitir problemas de clasificacidn de varias clases (Brownlee J., 2019).

En la figura 4, se representa lo que hace logisticamente la regresion, corresponde
minimalistamente a una red de neuronas, con exactamente una neurona. Los valores x
refieren a diferentes atributos; asi, si se desea conocer, si un correo electrénico recibido es
spam o no spam, los valores x podrian referirse al nUmero de veces que se evidencia la
presencia de cada palabra en un texto; la prediccion paray, dependeria de la probabilidad de
que el correo sea no spam (Martinez J., 2020a).
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o(z)

Figura 4. Representacion de la regresion logistica (Fuente: Martinez J., 2020a).

De la figura 4 se obtiene la siguiente formulacion matematica:

y=oWX)= o0 (Z(Wixi)) =0 (Z(Woxo +wix; + 4+ ann))

De la ecuacidn anterior, se concluye que la regresion logistica (figura 4) consta de
una combinacion lineal que se encuentra al lado izquierdo de la neurona y una aplicacion de
la funcion logistica ubicada al lado derecho de la neurona (Martinez J., 2020a).

Segun la figura 4, las entradas son combinadas con una linea multiplicadas
previamente por un escalar o coeficiente wi; en seguida, la funcion logistica o (sigmoide) es

aplicada al resultado z; graficamente estos procesos son presentados en seguida.
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Figura 5. Sigmoide function (Fuente: Martinez J., 2020a).

Matematicamente, la funcion logistica es representada con la siguiente ecuacion.
1
1+e7%
Esta funcion esta acotada en el intervalo con el valor minimo 0 y el méximo 1, sus

o(z) =

resultados son interpretados como probabilidades (ejemplo: la probabilidad del que el correo

electronico enviado sea spam es del 0,85); y en problemas de clasificacién binaria, la clase
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0 debe corresponder a valores menos o iguales a 0,5; y la clase 1 a valores mayores a 0,5
(Martinez J., 2020a).
e) Algoritmo de perceptron multicapa

Red estructurada por una entrada que es una capa, también de dos capas ocultadas
como minima y de otra capa que actia como la salida; con conexiones feedforward, es de
aprendizaje supervisado determinado por una salida establecida. Utiliza backpropagation
que le permite aprender la existencia de la asociacion desde la coleccion de patrones de
ingresos con sus salidas, lograndolo al representar internamente el conocimiento en las capas
ocultadas, con lo que aprende la relacién y lo aplica a las entradas nuevas que se producen,
permitiéndoles generalizar la informacion (Vidal M., 2015, pp. 17 y 18).

Jiménez, Montafio y Palmer citados por Vidal M. (2005) plantean que esta red se
encuentra en la capacidad de funcionar de un ente que aproxime universalmente funciones
y combinando su funcionamiento con el algoritmo backpropagation, aprende cualquier
funcién de variable real, comprendidos en un conjunto de entradas y salidas tomadas como
variables (p. 17). Es capaz de solucionar desde funciones de variables real, al estar
estructurada con una sola capa oculta; y hasta funciones no continuas (variables discretas),
si su estructura implica varias capas ocultas. La figura 6, muestra un perceptron multicapa
simple, de una sola capa oculta (Vidal M., 2015, p. 17).
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Figura 6. Perceptron multicapa simple (Fuente: Vidal M., 2015, p. 17).

Con el empleo del algoritmo backpropagation, la red aprende y adquiere la capacidad
de generalizar; a través de una primera etapa, con un determinado conjunto de datos en un
grupo de entrenamiento; busca la consecucion minima de discrepancia del resultado
obtenido como salida con el resultado de salida deseada; y otros proceso de operatividad,

presentando un grupo de data nueva, que no han sido conocidos con anterioridad (también
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denominado conjunto validador); las sefiales son transmitidas a las neuronas ocultas,
transformandolas con el empleo de la activacion via una funcién, y proveen un resultado
para la salida, que es transmitido hacia la siguiente capa, en esta capa y utilizando los mismos
procedimientos, otorga los resultados de la salida; la finalidad es controlar el proceso de
aprendizaje (Vidal M., 2015, pp. 18 y 19).
1.2.1.1.2. Algoritmos no supervisados

Busca obtener el modelo vélido para la clasificacion de los objetos considerando lo
similar entre sus caracteristicas. Este modelo, descubre patrones basandose en una coleccion
de objetos, definidos a través de un vector de caracteristicas y en el que se considera una
métrica, segun el enfoque de objetos similares; para luego elaborar un modelo o una regla
genérica, que permita la clasificacion de los objetos, sin excepcién (Girones J., s/f, p. 10).

Se distinguen dos familias de estos algoritmos.

- Los algoritmos jerarquicos que construyen nodos de forma jerarquica, unos a partir de
otros. Se subcategorizan en los siguientes: aglomerativos o bottom up, donde los objetos
son nodos o clasteres y en la medida en que los procedimientos del algoritmo van
evolucionando, los nodos van agrupandose hasta tener un nimero que son aceptables.
Y los decisivos o top down, opuesto a la anterior, donde en principio hay un solo nodo
y en la medida que el algoritmo evoluciona, este nodo se va dividiendo en otros nuevos,
y asi progresivamente (Girones J., s/f, p. 10).

- Los algoritmos particionales que generan nodos al optimizar de una funcion pertinente
al proposito. La funcién esta definida segln la métrica elegida que establece el concepto
de la similitud entre objetos referidos para el algoritmo (Girones J., s/f, p. 10).

1.2.2 El rendimiento académico

Martinez y Otero citado por Lamas H. (2015), indican al rendimiento académico como
el producto logrado por un estudiante en una institucion de ensefianza expresada en notas o
calificaciones (p. 315). Pizarro citado por Lamas H. (2015) considera al rendimiento
académico como un indicador que mide las capacidades respondientes o indicativas
manifestadas de manera estimada, de lo aprendido por una persona luego de haber sido
participe de un proceso de formacién integral o de instruccion (p. 315).

Para Caballero, Abello y Palacio citado por Lamas H. (2015) es cumplir con el logro
de metas y objetivos previstos para un area académica y muestra el desarrollo del estudiante
explicitado en calificaciones, como el resultado de la evaluacion e indica la superacion o no
de las pruebas de rendimiento establecidas, el area o asignatura o cursos (p. 315). Segun

Torres y Rodriguez citados por Lamas H. (2015) el rendimiento académico corresponde al
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nivel cognitivo (conocimientos) evidenciado en el area académica, comparado con los

establecido en las normas de evaluacion, y que generalmente se mide a traves del promedio

escolar (p. 315, 316).

El rendimiento académico tiene el proposito de alcanzar metas de aprendizajes, son
procesos de aprendizaje (previamente disefiados) promovidos por el docente que conlleva a
la transformacion de una situacion inicial a una final, lograndose al cohesionar en una unidad
distinta incluyendo los objetos de conocimiento y su organizacion arquitectonica; difiere
segun las circunstancias, las situaciones organicas y los contextos del medio ambiente, los
que determinaran las aptitudes y experiencias en el estudiante (Lamas H., 2015, p. 316).

El rendimiento académico es influenciado el estatus de la intelectualidad, motivacion,
personalidad, intereses, autoestima, habitos de estudio, la relacion estudiante y docente, etc.
Al darse el quiebre rendimiento académico y el esperado en el discente, genera lo discrepante
del rendimiento. En tanto que, el rendimiento académico insatisfactorio se coloca o sitta por
debajo del rendimiento esperado (Lamas H., 2015, p. 316).
1.2.2.1. Criterios de definicion del rendimiento académico

Para Tejedor citado por Grasso (2020) la definicion operacional de rendimiento
académico esta establecido segun los siguientes criterios.

a) Rendimiento inmediato. Corresponde a calificaciones y resultados que los estudiantes
logran hasta terminar un periodo de estudios. Este criterio refiere tres aspectos
observables: el primero bajo un enfoque genérico, es referido con el rendimiento
entendido en su amplitud, y que contempla el éxito (concluir el periodo de estudios en
la temporalidad prevista), el fracaso (referida a la culminacion del periodo de estudios
en un tiempo mayor lo establecido) y el abandono de los estudios. El segundo aspecto
referido a la regularidad académica, a partir de la medicién y el andlisis de los
indicadores de presentacion a ausencia a las evaluaciones previstas; y el tercer aspecto
que refiere al rendimiento en el sentido estricto, basadas en las calificaciones que
obtienen los estudiantes en sus evaluaciones (pp. 93, 94).

b) Rendimiento diferido. Referido a la forma en la cual los conocimientos adquiridos
durante el proceso del periodo de estudios, se pueden usar o aplicar en la vida cotidiana
del estudiante. La evaluacion de este criterio es de mucha complejidad, por el caracter
personal y social de las variables involucradas, que propicia mucha dificultad para
cuantificarla (p. 94).
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1.2.2.2. Variables de incidencia en el rendimiento académico
Tejedor et al. citado por Grasso (2020) categoriza estas variables en los siguientes
grupos.

a) Las variables de identificacion. Caracterizan o identifican atributos determinados de los
estudiantes, asi tenemos: el sexo, la edad, la talla, el indice de masa corporal, el
coeficiente intelectual, entre otros (p. 95).

b) Las variables socio familiares. Son las que se asocian al entorno de la familia o social
en el que el estudiante convive o interactla, por ejemplo: la escolaridad de los
progenitores, lugar donde viven, etc. (p. 95).

c) Las variables académicas. Refiere a aquellas caracteristicas que son del entorno
academico propio del estudiante, asi tenemos al rendimiento académico previo al inicio
del periodo escolar, la asignatura que se cursa, su tipo, la modalidad de estudio que se
esta realizando, y otros (p. 95).

d) Las variables pedagogicas. Refiere las formas y/o metodologias ensefianza-aprendizaje
segun el curriculo y las formas de evaluar los logros de aprendizaje, por ejemplo: el
método de la ensefianza, la didactica empleada y elegida que se estd aplicando, las
maneras de evaluar los contenidos o conocimientos, entre otros. (p. 95).

e) Las variables psicologicas. Referidas a los comportamientos y maneras que adquiere
cada estudiante contribuyendo en sus conductas relacionandose con su actuar cotidiano;
por lo que, no deben analizarse prescindiendo todos aquellos factores sociales y
ambientales del estudiante. Entre las que mas se consideran en los estudios estan la

motivacidn, la personalidad, los habitos de estudio y el autoconcepto (pp. 95, 96).

1.2.2. Definicion de términos basicos
1.2.1. Algoritmo

Coleccion de procedimientos ejecutados de una forma correcta, y que permiten la
obtencion de un resultado, en un tiempo limitado o determinado (LOpez et al. citado por
Gomez M. y Cervantes J., 2014, p.5).
1.2.2. Aprendizaje

Referido al aprendizaje humano que consiste en la incorporacién, ejecucion,
aprehension y empleo de los conocimientos ensefiados, en efecto, cuando aprendemos
nuestra estructura mental se acomoda a nuevos requerimientos que los diversos escenarios

asi los solicitan. Por lo tanto, necesita de una transformacion permanente del
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comportamiento humano, lo que se produce después de las asociaciones entre el simbolo y
la respuesta (EcuRed, 2020 a, parr. 6, 7, 8).
1.2.3. Aprendizaje automatico

Referido a la inteligencia artificial teniendo como base el desarrollo de sistemas que
auto aprenden y/o evidencian mejoria su aprendizaje segun la data empleada, los algoritmos
actian como generadores que dan impulso al aprendizaje automatico con dos tipos
principales: supervisados y no supervisados (Oracle, 2021, péarr. 1, 4).
1.2.4. Arbol de decision

Modelo predictivo que tiene por objetivo el aprendizaje inductivo en base a las
observaciones y construcciones logicas. Similar a sistemas predictivos que se basan en
reglas, son de utilidad en la representacion y categorizacion de un conjunto de condicionales
que se suceden sucesivamente al solucionar una problemaética, es el modelo de clasificacion
mas usado (Barrientos, Cruz, Acosta, Rabatte, Gogeascoechea, Pavon y Blazquez, 2009, p.
20).
1.2.5. Base de datos

Coleccion de datos guardados en una estructura légica, en donde los datos son muy
importantes, asi como la estructura conceptual con la que se relacionan estos. En lo préactico,
es la agrupacion de datos con los softwares que los hacen un conjunto consistente. Si estos
dos factores no estan, entonces no existe una base de datos, debido a que su combinacion
provee de coherencia necesaria para la gestion de los datos sistematicamente (Donantes V.,
Magarifios F. y Jury J., 2001, p. 1).
1.2.6. Bootstrapping

Es una técnica referida al re muestreo aleatorio con reemplazo. Mejora la comprension
del sesgo y la varianza con el conjunto de datos. Conlleva a un muestreo aleatorio de un
pequefio subconjunto de datos de todos los datos iniciales. Este subconjunto puede ser
reemplazado. La seleccion de los objetos en la coleccién de la data cuenta con igual
probabilidad que suceda. Reemplazo refiere a si un dato ya fue seleccionado para un
subconjunto, éste puede nuevamente ser seleccionado en el mismo subconjunto. Estos
procedimientos ayudan a la mejor comprension del promedio y desviacién estandar de la
data. EI muestreo Bootstrap se emplea en algoritmos de conjunto de aprendizaje automatico
de bagging y random forest. Esta técnica permite evitar sobreajustes y mejorando los
algoritmos de aprendizaje automatico en cuanto a su estabilidad (Serra A. 2020, p. 28).
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1.2.7. Clustering

En mineria de datos refiere a la técnica donde el aprendizaje que se realiza es no
supervisado utilizando algoritmos matematicos encargados de la agrupacion de los objetos,
usando la informacion brindada por las variables asociadas a cada objeto, la similitud entre
los mismos es medido, y después se predisponen en clases que resultan ser muy similares
internamente (es decir entre los miembros de la misma clase) asi como también diferentes
entre los que conforman las clases diferentes (EcuRed, 2020, pérr. 1, 3).
1.2.8. Dato

Corresponde a la representacion cuantitativa o cualitativa de una variable que hace
referencia a un valor que se le asigna a las cosas, y es representado por una secuencia de
simbolos, letras o numeros. Describe un hecho empirico, para examinarlo deben ser
organizado con otros datos, debido a que autbnomamente no demuestra mucho, es necesario
evaluarlo en la coleccidn de datos y revisar la salida de datos que se deriven (Concepto.de,
2020, parr. 1, 2, 3).
1.2.9. Ensefianza

Se refiere al escenario en el que se suceden en unidad dialéctica, la instruccion y
educacion de los estudiantes; es parte del proceso educativo de manera plena e intrinseca y
su base es el aprendizaje. El ensefiar, en combinacion con el aprender, constituyen en el
escenario educativo un procedimiento interactivo-intercomunicacional con todos los
estudiantes y, principalmente de manera colectiva, donde la accién docente tiene
trascendencia y relevancia al ser profesional pedagogico, organizando y conduciendo;
consiguientemente, los estudiantes sean parte de un protagonismo significativo y se sientan
grandemente motivados por lo que estan realizando (EcuRed, 2020 b, parr. 1, 2, 3).
1.2.10. Informacién

Coleccion de datos organizados como resultado de un procesamiento que refieren
mensajes, instrucciones, operaciones, funciones, etc. que tenga lugar en relacion a un
computador; cuyo procesador necesita de informacion para ejecutar una orden, en donde
todo proceso computacional intercambia un dato informativo de un lugar a otro. Este
intercambio se da de manera electronica al interior del computador, pudiéndose generar por
las solicitudes del usuario al utilizar el ordenador. Por ejemplo, dar formato a un documento
en un procesador de texto, modificar una imagen, editar un video, realizar operaciones
béasicas en una hoja de célculo, actividades que refieren al ingreso permanente de datos e
informacién, y salida de resultados traducidos en informacion necesaria. Otras acciones

vinculadas con la gestion de la web refieren a busqueda de datos e informacion, asi; navegar
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en paginas de internet, traducir documentos en linea, enviar correos electrénicos, crear una
webguest, entre otros. (EcuRed, 2020 c, parr. 5).
1.2.11. Patrén

Signos que se suceden como son los orales, de numeros, fendémenos de la naturaleza,
gréficos, etc.; generados en base a una regla de formacion por recurrencia o repeticion. En
la realidad se evidencian diversos patrones que implicita o explicitamente responden a un
modelo I6gico o matematico (Ministerio de Educacién, 2012, p. 10).
1.2.12. Modelo

Corresponde a la representacion mediante un bosquejo de un conjunto de la realidad
precisado lo mas posible y de manera completamente, y no intentar presentar una exactitud
con la realidad; por lo que su utilidad se enfoca en la descripcion, explicacion y/o
comprension mejor la realidad, al ser imposible trabajar directamente en un escenario real
(FAO, 2020, parr. 2).
1.2.13. Prediccion

Refiere a dar a conocer anticipadamente el acaecimiento de un fenémeno o declarar
con precision su ocurrencia en condiciones especificas determinadas. Necesariamente se
realizan observaciones y mediciones para que el proceso de la prediccion se pueda hacer
efectivo (TP-Laboratorio Quimico, 2021, parr. 1).
1.2.14. Redes neuronales

Son estructuras algoritmicas basadas en el cerebro humano como modelo y concebidos
para resolver problemas similarmente. En estas estructuras las neuronas son redes de
elementos de procesamiento conectados estrechamente y constituyen los nodos, quienes
reciben la informacion de su entorno o de otras neuronas, para procesarla y transmitirla a

otros nodos o a su entorno (Fauland J., 2018, p. 9).



CAPITULO 11

MATERIAL Y METODOS

2.1. Materiales

En la recoleccion de los datos y su tratamiento se emplearon los siguientes recursos
y/o materiales.
a) Lista de cotejo (anexo 4).
a) Microsoft Excel 2019.
b) SPSS 23.

En la prediccion del rendimiento académico se utilizé el siguiente software.

- WEKA 3.8.6, que permitié la implementacion y utilizacién de modelos de machine
learning: arboles de decision J-48 y random forest; algoritmos K vecinos mas
cercanos, funcidn logistica, perceptron multicapa; para su posterior entrenamiento y
prediccion del rendimiento académico.

Para la correlacién de calificaciones historicas y rendimiento académico se emple0 el
software SPSS 23.
2.2. Meétodos

La investigacion fue de tipo bésica, descriptivo-compuesto-predictivo, no

experimental; segun el siguiente esquema.
Mi M2 M3 Ms Ms Ms M7 Mg Mg Mg Mu Mi2

O1 O O3 Os Os O O7 Og Og 010 On Op — Y

Donde:
M: : alumnos de quinto grado 2010.

Mz : alumnos de quinto grado 2011.
Mz : alumnos de quinto grado 2012.
Ms : alumnos de quinto grado 2013.
Ms : alumnos de quinto grado 2014.
Me : alumnos de quinto grado 2015.
Mz : alumnos de quinto grado 2016.
Mg : alumnos de quinto grado 2017.
Mg : alumnos de quinto grado 2018.
Mo : alumnos de quinto grado 2019.
M1 : alumnos de quinto grado 2020.
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Mz : alumnos de quinto grado 2021.
O: : calificativos bimestrales y anual de alumnos quinto grado 2010.
O, : calificativos bimestrales y anual de alumnos quinto grado 2011.
Os : calificativos bimestrales y anual de alumnos quinto grado 2012.
O4 : calificativos bimestrales y anual de alumnos quinto grado 2013.
Os : calificativos bimestrales y anual de alumnos quinto grado 2014.
Os : calificativos bimestrales y anual de alumnos quinto grado 2015.
O7; . calificativos bimestrales y anual de alumnos quinto grado 2016.
Og : calificativos bimestrales y anual de alumnos quinto grado 2017.
Og : calificativos bimestrales y anual de alumnos quinto grado 2018.
O10 : calificativos bimestrales y anual de alumnos quinto grado 2019.
O11 : calificativos bimestrales y anual de alumnos quinto grado 2020.
O12 : calificativos bimestrales y anual (oficiales a julio de 2021 y previstos al
término del afio escolar 2021) de alumnos de quinto grado 2021.
e : entrenamiento de algoritmos con las calificaciones bimestrales y anuales del
2010 al 2020 de alumnos de quinto grado.
t : testeo de algoritmos con las calificaciones bimestrales y anuales del afio
2020 de alumnos de quinto grado.

Y : Prediccién 2021 del rendimiento académico de alumnos de quinto grado.

Se considerd a 2933 alumnos, matriculados desde el afio 2010 al 2021, como la

poblacién; y conformada de la siguiente forma (tabla 1).
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Tabla 1

Cantidad de estudiantes del 2010 al 2021.
Afo Estudiantes
2010 258
2011 253
2012 222
2013 219
2014 233
2015 202
2016 237
2017 234
2018 303
2019 257
2020 259
2021 256
Total 2933

Fuente: Actas oficiales de evaluacion del nivel secundaria EBR 2010, 2011, 2012, 2013, 2014, 2015, 2016,
2017, 2018, 2019, 2020,2021.

Por la naturaleza del estudio que requirié gran cantidad de datos, y el empleo de
algoritmos de machine learning en el entrenamiento y la prediccién; por lo que todos los
elementos de la poblacién fueron considerados como la muestra.

Para la concrecion de los objetivos de la investigacién se realizaron todas sus actividades,

asi como las de los objetivos especificos, las que se explican en seguida.

Objetivo general: Analizar la eficiencia de los algoritmos de aprendizaje automatico
supervisado en la prediccion del rendimiento académico en matematica de los

estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa”.

Para lograr el objetivo general se realizaron las siguientes actividades.
1. Realizacion de predicciones del rendimiento académico empleando el algoritmo de
aprendizaje automatico supervisado con mayor eficiencia en WEKA 3.8.6.
2. Analisis e interpretacion de resultados a partir de las predicciones del rendimiento
académico de cada estudiante comprendidos en el estudio.
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Objetivo especifico 1: Predecir el rendimiento académico para el 2021 en matematica
de los estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa”, usando el
algoritmo de aprendizaje automatico supervisado mas eficiente.

Se desarrollaron las actividades siguientes.

1. Recoleccion de la data de las actas oficiales de evaluacion del nivel secundaria EBR
2010, 2011, 2012, 2013, 2014, 2015, 2016, 2017, 2018, 2019, 2020 y 2021 de la I. E.
“Santa Rosa”, empleando la lista de cotejo implementada en Excel 2019 y SPSS 23.

2. Depuraciony preparacion de los datos empleando CRISP-DM, para ello se utilizo Excel
2019y SPSS 23,

3. Entrenamiento y testeo de la prediccion de cada algoritmo de aprendizaje automatico
supervisado considerados en la investigacion, en el software WEKA 3.8.6.

4. Determinacion de la matriz de confusién de cada algoritmo considerados, al hacer la
prediccion del rendimiento académico.

5. Analisis, comparacion e interpretacion de eficiencia de cada algoritmo, en la prediccion.

6. Determinacion del algoritmo de mayor eficiencia en la prediccion. Para ello, se utilizo
la siguiente escala.

Sin eficiencia 0% — 25%[
Con poca eficiencia 1 [25% — 50% [
Con eficiencia 1 [50% — 75% [

Con mucha eficiencia  : [75% —100% ]

Objetivo especifico 2: Determinar la relacion entre las calificaciones del 2010 al 2020 y
la prediccidn del rendimiento académico para el 2021 en matematica de los estudiantes
del quinto grado de secundaria de la I. E. “Santa Rosa” usando el algoritmo de
aprendizaje automatico supervisado mas eficiente.

Se desarrollaron las actividades.

1. Determinacién de la relacion de cada calificacion histérica y la prediccion del
rendimiento académico con el algoritmo mas eficiente; en consecuencia, primero se
empled la prueba de hipotesis de Kolmogorov Smirnov para conocer la normalidad en
la distribucién de la data, y luego las pruebas de hipotesis bilateral con la distribucion
“t” (tau b de Kendall), con significatividad del 5%, para establecer la relacion entre cada

una de las subvariables de las calificaciones historicas y la prediccion para el 2021.
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2. Anadlisis e interpretacion de los resultados de la relacion entre cada calificacion histérica
y la prediccion del rendimiento académico con el algoritmo de alta eficiencia. Se uso la

siguiente escala.

Baja : 0<t<0,25
Regular : 0,25<t<0,5
Alta : 0,5<t<0,75
Muy alta : 0,75<t<1

Objetivo especifico 3: Pronosticar el rendimiento académico en matematica del 2021 al
2027 de los estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa.
Se realizaron las siguientes actividades.

1. Determinacion del promedio del rendimiento académico para cada afio desde el 2010
hasta el 2020 de los estudiantes.

2. Elaboracion de una tabla de frecuencias y grafico lineal del comportamiento de la
evolucion historica del rendimiento académico de los estudiantes desde el 2010 hasta el
2020.

3. Analisis e interpretacion del comportamiento de la evolucion histérica del rendimiento
academico desde el 2010 hasta el 2020 de los estudiantes.

4. Pronostico, analisis e interpretacion del rendimiento académico de los estudiantes desde
el 2021 al 2027; a partir de las calificaciones historicas desde el 2010 al 2020.
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RESULTADOS Y DISCUSION
3.1. Resultados

3.1.1. Objetivo general. Analizar la eficiencia de los algoritmos de aprendizaje
automatico supervisado en la prediccidn del rendimiento académico en matematica de

los estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa”.

Tabla 2
Métricas de prediccion con el &rbol de decision J-48 en WEKA 3.8.6.
Meétricas Valores

Instancias correctamente clasificadas 256 100%
Instancias incorrectamente clasificadas 0 0%
Estadistico Kappa 1
Error absoluto promedio 0,0046
Error absoluto relativo 2,6282%

Fuente: Elaboracion propia.

El algoritmo arbol de decision J-48 en WEKA 3.8.6 predijo el rendimiento académico
2021 en matematica de los estudiantes de quinto grado de la I. E. “Santa Rosa”; con las
siguientes métricas: 256 instancias correctamente clasificadas que representd el 100% del
total, O instancias incorrectamente clasificadas que represent6 el 0%, 1 para el valor del
estadistico Kappa, con error absoluto promedio de 0,0046, y error absoluto relativo de
2,6282% (tabla 2).

Tabla 3
Matriz de confusién del algoritmo arbol de decision J-48 en WEKA 3.8.6.
Desaprobado Aprobado Total
Desaprobado 18 0 18
Aprobado 0 238 238
Total 18 238 256

Fuente: Elaboracion propia.

La matriz de confusion para el algoritmo arbol de decision J-48 en WEKA 3.8.6 da a

conocer los siguientes resultados: de 18 instancias, 18 las clasificé correctamente como
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desaprobado, y 0 incorrectamente como aprobado. De 238 instancias, 0 clasifico

incorrectamente como aprobado, y 238 clasifico correctamente como aprobados (tabla 3).

Tabla 4
Métricas de prediccion con Random Forest en WEKA 3.8.6.
Meétricas Valores

Instancias correctamente clasificadas 256 100%
Instancias incorrectamente clasificadas 0 0%
Estadistico Kappa 1
Error absoluto promedio 0,0015
Error absoluto relativo 0,875%

Fuente: Elaboracion propia.

Random Forest en WEKA 3.8.6 predijo el rendimiento académico en matematica, con
las siguientes métricas: 256 instancias correctamente clasificadas que represent6 el 100%
del total, 0 instancias incorrectamente clasificadas que representd el 0%, 1 para el valor del
estadistico Kappa, con error absoluto promedio de 0,0015, y error absoluto relativo de
0,875% (tabla 4).

Tabla 5
Matriz de confusion de Random Forest en WEKA 3.8.6.
Desaprobado Aprobado Total
Desaprobado 18 0 18
Aprobado 0 238 238
Total 18 238 256

Fuente: Elaboracion propia.

La matriz de confusion de decision Random Forest en WEKA 3.8.6 da a conocer los
siguientes resultados: de 18 instancias, 18 las clasificd correctamente como desaprobado, y
0 incorrectamente como aprobado. De 238 instancias, O clasificd incorrectamente como

aprobado, y 238 clasificd correctamente como aprobados (tabla 5).
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Tabla 6
Métricas de prediccion del algoritmo K vecinos mas cercanos en WEKA 3.8.6.
Meétricas Valores

Instancias correctamente clasificadas 256 100%
Instancias incorrectamente clasificadas 0 0%
Estadistico Kappa 1
Error absoluto promedio 0,001
Error absoluto relativo 0,5828%

Fuente: Elaboracion propia.

K vecinos mas cercanos en WEKA 3.8.6 predijo el rendimiento para el afio 2021 con
las siguientes métricas: 256 instancias correctamente clasificadas que represent6 el 100%
del total, 0 instancias incorrectamente clasificadas que representd el 0%, 1 para el valor del
estadistico Kappa, con error absoluto promedio de 0,001, y error absoluto relativo de
0,5828% (tabla 6).

Tabla 7
Matriz de confusion del algoritmo K vecinos més cercanos en WEKA 3.8.6.
Desaprobado Aprobado Total
Desaprobado 18 0 18
Aprobado 0 238 238
Total 18 238 256

Fuente: Elaboracion propia.

La matriz de confusién para el algoritmo K vecinos mas cercanos de WEKA 3.8.6 da
a conocer los siguientes resultados: de 18 instancias, 18 las clasifico correctamente como
desaprobado, y 0 incorrectamente como aprobado. De 238 instancias, 0 clasifico

incorrectamente como aprobado, y 238 clasifico correctamente como aprobados (tabla 7).
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Tabla 8
Métricas de prediccion del algoritmo de regresion logistica en WEKA 3.8.6.
Meétricas Valores

Instancias correctamente clasificadas 256 100%
Instancias incorrectamente clasificadas 0 0%
Estadistico Kappa 1
Error absoluto promedio 0,0126
Error absoluto relativo 7,181%

Fuente: Elaboracion propia.

El algoritmo de regresion logistica en WEKA 3.8.6 predijo el rendimiento académico
con las siguientes métricas: 256 instancias correctamente clasificadas que representd el
100% del total, O instancias incorrectamente clasificadas que representd el 0%, 1 para el
valor del estadistico Kappa, con error absoluto promedio de 0,001, y error absoluto relativo
de 7,181% (tabla 8).

Tabla 9
Matriz de confusion del algoritmo de regresion logistica en WEKA 3.8.6.
Desaprobado Aprobado Total
Desaprobado 18 0 18
Aprobado 0 238 238
Total 18 238 256

Fuente: Elaboracion propia.

La matriz de confusién para el algoritmo de regresion logistica de WEKA 3.8.6 da a
conocer los siguientes resultados después de predecir el rendimiento: de 18 instancias, 18
las clasifico correctamente como desaprobado, y 0 incorrectamente como aprobado. De 238
instancias, O clasifico incorrectamente como aprobado, y 238 clasifico correctamente como

aprobados (tabla 9).
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Tabla 10
Meétricas de prediccion del algoritmo perceptron multicapa en WEKA 3.8.6.
Meétricas Valores

Instancias correctamente clasificadas 256 100%
Instancias incorrectamente clasificadas 0 0%
Estadistico Kappa 1
Error absoluto promedio 0,0038
Error absoluto relativo 2,1801%

Fuente: Elaboracion propia.

El algoritmo perceptron multicapa en WEKA 3.8.6 predijo el rendimiento del afio
2021; con las siguientes métricas: 256 instancias correctamente clasificadas que represent6
el 100% del total, O instancias incorrectamente clasificadas que represento el 0%, 1 para el
valor del estadistico Kappa, con error absoluto promedio de 0,0038, y error absoluto relativo
de 2,1801% (tabla 10).

Tabla 11
Matriz de confusion del algoritmo perceptron multicapa en WEKA 3.8.6 .
Desaprobado Aprobado Total
Desaprobado 18 0 18
Aprobado 0 238 238
Total 18 238 256

Fuente: Elaboracion propia.

La matriz de confusion para el algoritmo perceptrén multicapa de WEKA 3.8.6 da a
conocer los siguientes resultados después de predecir el rendimiento del 2021: de 18
instancias, 18 las clasificé correctamente como desaprobado, y 0 incorrectamente como
aprobado. De 238 instancias, 0 clasifico incorrectamente como aprobado, y 238 clasifico

correctamente como aprobados (tabla 11).
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Tabla 12

Resumen de las métricas de prediccion por cada algoritmo.

Instancias Instancias ] Error Error
_ ' Estadistico
Algoritmo correctamente incorrectamente absoluto  absoluto
- - Kappa . .
clasificadas clasificadas promedio relativo
Arbol de decision
256 0 1 0,0046 2,6282%
J-48.
Arbol de decision
256 0 1 0,0015 0,875%
Random Forest.
K vecinos més
256 0 1 0,0010 0,5828%
cercanos.
Regresion
. 256 0 1 0,0126  7,1810%
logistica.
Perceptrén
] 256 0 1 0,0038 2,1801%
multicapa.

Fuente: Elaboracion propia.

La informacion de la tabla 12, indica los algoritmos considerados en la investigacion
clasificaron correctamente 256 instancias, incorrectamente 0 instancias y con estadistico de
Kappa igual a 1. De los cinco algoritmos empleados en el estudio, la prediccion realizada
por K vecinos mas cercanos obtuvo un error promedio de 0,001 y un error absoluto relativo
de 0,5828%; siendo estos dos valores menores a los obtenidos por los demas algoritmos. En
consecuencia, K vecinos méas cercanos tuvo mas eficiencia en la prediccion del rendimiento
para el 2021.
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3.1.2. Objetivo especifico 1. Predecir el rendimiento académico para el 2021 en
matematica de los estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa”,

usando el algoritmo de aprendizaje automatico supervisado mas eficiente.
L]

Preprocess  Classify  Cluster  Associate  Selectattributes  Visualize  Auto-WEKA  DijInference  CPython Scripting

Classifier

Choose 1Bk -K1-W 0 -4 "weka.core.neighboursearch.LinearMMSearch -8\ weka.care. EuclideanDistance -R first-lasty""

Test options Classifier output
Use training set —— Run information =—

Supplied test set

T O, Scheme: weka.classifiers.lazy.IBk -K 1 =i 0 -A "weka.core.neighboursearch.LinearliSearch -A \"weka.core.EuclideanDistance -R first-last\""
Relation: 1. DataSet_Original-weka.filters.unsupervised.attribute.Remove-R1
Percentage split Instances: 2617
More options... Avtributes: §
BL
B2
(Nom) PA ~ =
Start 34
2
Result st (right-click for options) Test mode:  evaluate on training data
07:35:45 - trees.J48
07:56:19 - trees.RandomForest === Classifier model (full training set) ===
07:59:51 - lazy.IBk
08:02:28 - functions.SimpleLogistic 181 instance-based classifiez

08:04:01 - functions.MultilayerPerceptron | | using 1 nearest neighbour(s) for classification
08:51:29 - lazy.IBkc

Time taken to build model: 0 seconds

=== Predictions on training set ===

insté actual predicted error prediction
1 1:0 2:1 +  0.893
2 2:1 2:1 0.838
3 1:0 1:0 1
4 2:1 2:1 0.338
5 2:1 2:1 1
3 2:1 2:1 0.267
7 2:1 2:1 1
8 2:1 2:1 1
Status
oK

Log ﬂ\ x0
Figura 7. Entrenamiento del data set con el algoritmo K vecinos mas cercanos (Fuente: Elaboracion propia).

Al realizar la prediccién en el data test, K vecinos méas cercanos desarrollo el
entrenamiento con 2677 instancias y en cada una de estas se tomaron en cuenta las
calificaciones del primer (B1), segundo (B2), tercer (B3), cuarto bimestre (B4) y la nota del
promedio anual (PA), como atributos para cada registro. La coleccion total de las instancias
correspondio a los resultados de las calificaciones desde el afio 2010 hasta el 2020 (figura

7).

Q

Preprocess  Classify  Cluster  Associate  Selectattributes  Visualize  Auto-WEKA  DIjInference  CPython Scripting
Classifier

Choose  |IBk -k 1-W 0-A "weka.coreneighboursearch LinearhMSearch -A Y “weka.core.EuclideanDistance -R first-lasty""

Test options Classifier output
Usetraining set 2676 2:1 2:1 1
Supplied test set 2677 2:1 2:1 0.944

Cross-validation
=— Evaluation on training set =—
Percentage split

More optiens... Time taken to test model on training data: 5.41 seconds
(Nom) PA o || Sumary =
Start Correctly Classified Instances 2649 95.9541 §
Incorrectly Classified Instances 1.0859 %
Result list (right-click for options) ForEs SeEoES
07:35:45 - trees.J48 Mean absolute error
07:56:19 - trees.RandomForest Root mean squared error
07:59:51 - lazy.IBk Relative absolute error
08:02:28 - functions SimpleLogistic Root relative squared error
08:04:01 - functions.MultilayerPerceptron | Total Number of Instances
08:51:29 - lazy Bk
=== Detailed Accuracy By Class ===
TP Rate FP Rate Precision F-Measure MCC ROC Area
0,942 04 0,972 0,958 0,951 0,998
0,996 0,058 0,992 0,994 0,951 0,998
Weighted Avg. 0,990 0,052 0,989 0,939 0,951 0,998

Confusion Matrix

a b < classified as
307 19 | a=20
9 2342 | b=1

Status
oK
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Figura 8. Resultados de la evaluacion del entrenamiento del data set con el algoritmo K vecinos mas cercanos
(Fuente: Elaboracién propia).

El entrenamiento que realizé K vecinos mas cercanos en el data set, tuvo las siguientes
métricas: 2649 instancias fueron clasificadas correctamente representando el 98,9541% del
total, 28 instancias fueron clasificadas incorrectamente correspondiendo al 1,0459% del
total, el estadistico Kappa fue de 0,9504, el error absoluto promedio de 0,0176, y el error
absoluto relativo de 8,2322%. Los resultados anteriores indican una alta eficiencia en el
entrenamiento del data set por parte del algoritmo K vecinos mas cercanos, al predecir el

rendimiento académico (figura 8).

Preprocess  Classify  Cluster  Associate  Selectattributes  Visuclize  Auto-WEKA  DI4j Inference CPython Scripting

Choose 1Bk -K1-W 0 -A "uweka.core.neighboursearch LinearhhSearch -4 Y weka core EuclideanDistance -R first-lasty""

Classifier output

=== Run information ===

Scheme: weka.classifiers.lazy.IBk -K 1 -W 0 -A "weka.core.neighboursearch.LinearNNSearch -A \"weka.core.EuclideanDistance -R first-last\""
Relation: 1. DataSet_Original-weka.filters.unsupervised.attribute.Remove-R1
Instances: 2677
Attributes: 5
Bl
B2
(Nom) PA - o
Start B
L
Result list (right-click for options) Test mode: user supplied test set: size unknown (reading incrementally)
07:3545 - trees.ie
07:56:19 - trees.RandomForest =— Classifier model (full training set) =—=
07:59:51 - lozy. Bk
08:02:28 - functions SimpleLogistic IBL instance-based classifier
08:04:01 - functions.MultilayerPerceptron | | USing 1 mearest neighbour(s) for classification

08:51:29 - lazy.IBk

Time taken to build model: 0 seconds

=== Predictions on test set ===

sté actual predicted error prediction
1 2:1 2:1 0.967
2 1:0 1:0 1
3 2:1 2:1 1
4 2:1 2:1 1
s 2:1 2:1 1
€ 2:1 2:1 1
7 2:1 2:1 1
1:0 1:0 1
Status
oK Log - °

Figura 9. Prediccidn en el data test con K vecinos mas cercanos (Fuente: Elaboracién propia).

El entrenamiento que realiz6 K vecinos mas cercanos, en las instancias del data set
(prediccion para el 2021), basandose en las calificaciones histdricas desde el 2010 hasta el
2020 en los siguientes atributos para cada registro, B1: primer bimestre, B2: segundo

bimestre, B3: tercer bimestre, B4: cuarto bimestre y PA; promedio anual (figura 9).
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G
Preprocess  Classify  Cluster  Associate  Selectaftributes  Visualize  Auto-WEKA  Dijlnference  CPython Scripting
Classifier
Choose |IBk K14/ 0-A "weka.core.nei earch.LinearMNSearch -A \"weka,core EuclideanDistance -R first-lasty™
st o assifier output
255 2:1 2:1 0.967
Set... 256 2:1 2:1 1

=== Evaluation on test set ===

More options, Time taken to test model on supplied test set: 0.83 seconds
— Erray =
(Nom) PA ~ o
Start Correctly Classified Instances 256 100 %
Incorrectly Classified Instances a a 5

Result list (right-click for options) 1
0.001
0.0058
0.5828 %
08:02:28 - SimpleLo c Root relative squared error 2.2101 %
08:04:01 - functions.MultilayerPerceptron | T0Tal Number of Instances 233
08:51:29 - lazy. Bk
=== Detailed Accuracy By Class ===
TF Rate FP Rate Precision Recall F-Measure MCC ROC Area PRC Area Class
1,000 0,000 1,000 1,000 1,000 1,000 1,000 1,000 0
1,000 0,000 1,000 1,000 1,000 1,000 1,000 1,000 1
Weighted Avg. 1,000 0,000 1,000 1,000 1,000 1,000 1,000 1,000
= U Matr:
a b <= lass. d
18 01 =0
0238 | b=1

Status

0K Log w x0
Figura 10. Resultados de la evaluacion de la prediccion sobre el data test con K vecinos mas cercanos (Fuente:
Elaboracion propia).

La prediccion que realizé K vecinos mas cercanos en el data test, tuvo las siguientes
métricas: 256 instancias fueron clasificadas correctamente representando el 100% del total,
0 instancias fueron clasificadas incorrectamente correspondiendo al 0% del total, el
estadistico Kappa fue de 1, el error absoluto promedio de 0,001, y el error absoluto relativo
de 0,5828%. Los resultados anteriores indican una alta eficiencia al predecir el rendimiento

académico del data test con K vecinos mas cercanos (figura 10).
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Tabla 13
Resultados de la prediccion 2021 con el algoritmo K vecinos mas cercanos.
Actual Prediccion
. Rendimiento Prediccion de
Instancia acad(émico previsto al rend(imiento acadérlnico Err;girciri]éls Resultado
término del 2021) al término del 2021)
1 2:1 2:1 0,967 Acertd
2 1:0 1:0 1 Acertd
3 2:1 2:1 1 Acerto
4 2:1 2:1 1 Acerto
5 2:1 2:1 1 Acertd
6 2:1 2:1 1 Acerto
7 2:1 2:1 1 Acerto
8 1:0 1:0 1 Acertd
9 2:1 2:1 1 Acertd
10 2:1 2:1 1 Acerto
11 2:1 2:1 1 Acertd
12 2:1 2:1 1 Acertd
13 1:0 1:0 1 Acerto
14 2:1 2:1 1 Acerto
15 2:1 2:1 1 Acertd
16 2:1 2:1 1 Acertd
17 2:1 2:1 1 Acerto
18 2:1 2:1 1 Acertd
19 2:1 2:1 1 Acertd
20 2:1 2:1 1 Acerto
21 1:0 1:0 1 Acerto
22 2:1 2:1 1 Acertd
23 2:1 2:1 1 Acerto
24 2:1 2:1 1 Acerto
25 2:1 2:1 1 Acertd
26 2:1 2:1 1 Acerto
27 2:1 2:1 1 Acerto
28 2:1 2:1 1 Acerto
29 2:1 2:1 1 Acerto
30 2:1 2:1 1 Acerto
31 2:1 2:1 1 Acerto
32 2:1 2:1 1 Acerto
33 1:0 1:0 1 Acerto
34 1:0 1:0 1 Acerto
35 2:1 2:1 1 Acerto
36 2:1 2:1 1 Acerto
37 2:1 2:1 1 Acertd
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Actual

Prediccion

. Rendimiento Prediccion del Er
Instancia acad(émico previsto al rend(imienfg ;caggmico prgc:;irc?:rilélr{:1 Resultado
término del 2021) al término del 2021)
38 2:1 2:1 1 Acerto
39 2:1 2:1 1 Acerto
40 2:1 2:1 0,967 Acertd
41 2:1 2:1 1 Acertd
42 2:1 2:1 1 Acerto
43 2:1 2:1 1 Acertd
44 2:1 2:1 1 Acertd
45 2:1 2:1 1 Acerto
46 2:1 2:1 1 Acerto
47 2:1 2:1 1 Acertd
48 2:1 2:1 1 Acerto
49 2:1 2:1 1 Acerto
50 2:1 2:1 1 Acertd
51 2:1 2:1 1 Acertd
52 2:1 2:1 1 Acerto
53 2:1 2:1 1 Acerto
54 2:1 2:1 1 Acertd
55 2:1 2:1 1 Acerto
56 2:1 2:1 1 Acerto
57 2:1 2:1 1 Acertd
58 2:1 2:1 1 Acertd
59 2:1 2:1 1 Acerto
60 2:1 2:1 1 Acertd
61 2:1 2:1 1 Acertd
62 2:1 2:1 1 Acerto
63 2:1 2:1 0,967 Acerto
64 2:1 2:1 1 Acertd
65 1:0 1:0 1 Acertd
66 1:0 1:0 1 Acerto
67 2:1 2:1 0,967 Acerto
68 2:1 2:1 1 Acerto
69 2:1 2:1 1 Acerto
70 2:1 2:1 1 Acerto
71 2:1 2:1 1 Acerto
72 2:1 2:1 1 Acerto
73 2:1 2:1 1 Acerto
74 2:1 2:1 1 Acerto
75 2:1 2:1 1 Acerto
76 2:1 2:1 1 Acertd
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Actual

Prediccion

. Rendimiento Prediccion del E
Instancia acad(émico previsto al rend(imi(gnfg ;caggmico prrezgirc?:rilélr{:1 Resultado
término del 2021) al término del 2021)
77 2:1 2:1 1 Acerto
78 2:1 2:1 1 Acerto
79 2:1 2:1 1 Acertd
80 2:1 2:1 1 Acertd
81 2:1 2:1 1 Acerto
82 2:1 2:1 1 Acertd
83 2:1 2:1 1 Acertd
84 2:1 2:1 1 Acerto
85 2:1 2:1 1 Acerto
86 2:1 2:1 1 Acertd
87 2:1 2:1 1 Acerto
88 2:1 2:1 1 Acerto
89 2:1 2:1 1 Acertd
90 2:1 2:1 1 Acertd
91 2:1 2:1 1 Acerto
92 2:1 2:1 1 Acerto
93 2:1 2:1 1 Acertd
94 2:1 2:1 1 Acerto
95 2:1 2:1 1 Acerto
96 2:1 2:1 1 Acertd
97 2:1 2:1 1 Acertd
98 2:1 2:1 1 Acerto
99 2:1 2:1 1 Acertd
100 1:0 1:0 1 Acertd
101 2:1 2:1 1 Acerto
102 2:1 2:1 1 Acerto
103 2:1 2:1 1 Acertd
104 2:1 2:1 1 Acertd
105 2:1 2:1 1 Acerto
106 2:1 2:1 1 Acerto
107 2:1 2:1 1 Acerto
108 2:1 2:1 1 Acerto
109 2:1 2:1 1 Acerto
110 2:1 2:1 1 Acerto
111 2:1 2:1 1 Acerto
112 2:1 2:1 1 Acerto
113 2:1 2:1 1 Acerto
114 2:1 2:1 1 Acerto
115 2:1 2:1 1 Acertd
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Actual

Prediccion

. Rendimiento Prediccion del Er
Instancia acad(émico previsto al rend(imienfg ;caggmico prgc:;irc?:rilélr{:1 Resultado
término del 2021) al término del 2021)
116 2:1 2:1 1 Acerto
117 2:1 2:1 1 Acerto
118 2:1 2:1 1 Acertd
119 2:1 2:1 1 Acertd
120 2:1 2:1 1 Acerto
121 2:1 2:1 1 Acertd
122 2:1 2:1 1 Acertd
123 2:1 2:1 1 Acerto
124 2:1 2:1 1 Acerto
125 2:1 2:1 1 Acertd
126 2:1 2:1 1 Acerto
127 2:1 2:1 1 Acerto
128 2:1 2:1 1 Acertd
129 2:1 2:1 1 Acertd
130 2:1 2:1 1 Acerto
131 2:1 2:1 0,967 Acerto
132 2:1 2:1 1 Acertd
133 2:1 2:1 1 Acerto
134 2:1 2:1 1 Acerto
135 2:1 2:1 1 Acertd
136 2:1 2:1 1 Acertd
137 2:1 2:1 1 Acerto
138 2:1 2:1 1 Acertd
139 1:0 1:0 1 Acertd
140 2:1 2:1 1 Acerto
141 2:1 2:1 1 Acerto
142 2:1 2:1 1 Acertd
143 2:1 2:1 1 Acertd
144 2:1 2:1 1 Acerto
145 2:1 2:1 1 Acerto
146 2:1 2:1 1 Acerto
147 2:1 2:1 1 Acerto
148 2:1 2:1 1 Acerto
149 2:1 2:1 1 Acerto
150 2:1 2:1 1 Acerto
151 2:1 2:1 1 Acerto
152 2:1 2:1 1 Acerto
153 2:1 2:1 1 Acerto
154 2:1 2:1 1 Acertd
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Actual

Prediccion

. Rendimiento Prediccion del Er
Instancia acad(émico previsto al rend(imienfg ;caggmico prgc:;irc?:rilélr{:1 Resultado
término del 2021) al término del 2021)
155 2:1 2:1 1 Acerto
156 1:0 1:0 1 Acerto
157 2:1 2:1 1 Acertd
158 2:1 2:1 1 Acertd
159 2:1 2:1 1 Acerto
160 2:1 2:1 1 Acertd
161 2:1 2:1 1 Acertd
162 2:1 2:1 1 Acerto
163 2:1 2:1 1 Acerto
164 2:1 2:1 1 Acertd
165 2:1 2:1 1 Acerto
166 2:1 2:1 1 Acerto
167 2:1 2:1 1 Acertd
168 2:1 2:1 1 Acertd
169 2:1 2:1 1 Acerto
170 2:1 2:1 1 Acerto
171 2:1 2:1 1 Acertd
172 2:1 2:1 1 Acerto
173 2:1 2:1 1 Acerto
174 2:1 2:1 1 Acertd
175 2:1 2:1 1 Acertd
176 2:1 2:1 1 Acerto
177 2:1 2:1 1 Acertd
178 1:0 1:0 1 Acertd
179 2:1 2:1 1 Acerto
180 2:1 2:1 1 Acerto
181 2:1 2:1 1 Acertd
182 2:1 2:1 1 Acertd
183 2:1 2:1 1 Acerto
184 2:1 2:1 1 Acerto
185 2:1 2:1 1 Acerto
186 2:1 2:1 1 Acerto
187 2:1 2:1 1 Acerto
188 2:1 2:1 1 Acerto
189 2:1 2:1 1 Acerto
190 2:1 2:1 1 Acerto
191 2:1 2:1 1 Acerto
192 2:1 2:1 1 Acerto
193 2:1 2:1 1 Acertd
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Actual

Prediccion

. Rendimiento Prediccion del Er
Instancia acad(émico previsto al rend(imienfg ;caggmico prgc:;irc?:rilélr{:1 Resultado
término del 2021) al término del 2021)
194 2:1 2:1 1 Acerto
195 2:1 2:1 1 Acerto
196 2:1 2:1 1 Acertd
197 2:1 2:1 1 Acertd
198 2:1 2:1 1 Acerto
199 2:1 2:1 1 Acertd
200 1:0 1:0 1 Acertd
201 2:1 2:1 1 Acerto
202 2:1 2:1 1 Acerto
203 2:1 2:1 1 Acertd
204 2:1 2:1 1 Acerto
205 1:0 1:0 1 Acerto
206 2:1 2:1 1 Acertd
207 2:1 2:1 1 Acertd
208 2:1 2:1 1 Acerto
209 2:1 2:1 1 Acerto
210 2:1 2:1 1 Acertd
211 2:1 2:1 1 Acerto
212 2:1 2:1 1 Acerto
213 1:0 1:0 1 Acertd
214 2:1 2:1 1 Acertd
215 2:1 2:1 1 Acerto
216 2:1 2:1 1 Acertd
217 2:1 2:1 1 Acertd
218 2:1 2:1 1 Acerto
219 2:1 2:1 1 Acerto
220 2:1 2:1 1 Acertd
221 2:1 2:1 1 Acertd
222 2:1 2:1 1 Acerto
223 2:1 2:1 1 Acerto
224 1:0 1:0 1 Acerto
225 2:1 2:1 1 Acerto
226 2:1 2:1 1 Acerto
227 2:1 2:1 1 Acerto
228 2:1 2:1 1 Acerto
229 2:1 2:1 1 Acerto
230 1:0 1:0 1 Acerto
231 2:1 2:1 1 Acerto
232 2:1 2:1 0,967 Acertd
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Actual Prediccion
: (Rendimiento (Prediccion del Erroren la
Instancia academico previsto al | rendimiento académico | prediccion Resultado
término del 2021) al término del 2021)
233 2:1 2:1 1 Acerto
234 2:1 2:1 1 Acerto
235 2:1 2:1 1 Acertd
236 2:1 2:1 1 Acertd
237 2:1 2:1 1 Acerto
238 1:0 1:0 1 Acertd
239 2:1 2:1 1 Acertd
240 2:1 2:1 1 Acerto
241 2:1 2:1 1 Acerto
242 2:1 2:1 1 Acertd
243 2:1 2:1 1 Acerto
244 2:1 2:1 1 Acerto
245 2:1 2:1 1 Acertd
246 2:1 2:1 1 Acertd
247 2:1 2:1 1 Acerto
248 2:1 2:1 1 Acerto
249 2:1 2:1 0,96 Acertd
250 2:1 2:1 1 Acerto
251 2:1 2:1 1 Acerto
252 2:1 2:1 1 Acertd
253 2:1 2:1 1 Acertd
254 2:1 2:1 1 Acerto
255 2:1 2:1 0,96 Acertd
256 2:1 2:1 1 Acertd

Fuente: Elaboracion propia.

La prediccion que realiz6 el algoritmo K vecinos mas cercanos del rendimiento

académico en matematica para el 2021, fue para 256 estudiantes, habiendo acertado en todos

los registros segun lo previsto para el rendimiento académico al término del afio 2021. El

error en la prediccion en promedio estuvo muy cercano al valor 1. Segun los hallazgos antes

descritos, el algoritmo K vecinos mas cercanos, fue uno con una alta eficiencia en la

prediccion estudiada (tabla 13).
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3.1.3. Objetivo especifico 2. Determinar la relacion entre las calificaciones del 2010 al
2020 y la prediccion del rendimiento académico para el 2021 en matematica de los
estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa” usando el algoritmo

de aprendizaje automatico supervisado mas eficiente.

Tabla 14

Prueba de normalidad de las variables afio 2010 y afio 2021.
Afio Estadistico Significancia
2010 0,462 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2010, el valor estadistico fue de 0,462 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucién no paramétrica de tau b de Kendall (tabla 14).

Tabla 15

Prueba de normalidad de las variables afio 2011 y afio 2021.
Afo Estadistico Significancia
2011 0,540 0,000
2021 0,538 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2011, el valor estadistico fue de 0,540 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,538 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucién no paramétrica de tau b de Kendall (tabla 15).
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Tabla 16

Prueba de normalidad de las variables afio 2012 y afio 2021.
Afio Estadistico Significancia
2012 0,469 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2012, el valor estadistico fue de 0,469 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 16).

Tabla 17

Prueba de normalidad de las variables afio 2013 y afio 2021.
Afio Estadistico Significancia
2013 0,463 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2013, el valor estadistico fue de 0,463 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucién no paramétrica de tau b de Kendall (tabla 17).

Tabla 18

Prueba de normalidad de las variables afio 2014 y afio 2021.
Afo Estadistico Significancia
2014 0,488 0,000
2021 0,538 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2014, el valor estadistico fue de 0,488 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor

estadistico fue de 0,538 con una significancia bilateral de 0,000. De acuerdo a las
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significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 18).

Tabla 19

Prueba de normalidad de las variables afio 2015 y afio 2021.
Afio Estadistico Significancia
2015 0,539 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2015, el valor estadistico fue de 0,539 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 19).

Tabla 20

Prueba de normalidad de las variables afio 2016 y afio 2021.
Afio Estadistico Significancia
2016 0,497 0,000
2021 0,538 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2016, el valor estadistico fue de 0,497 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,538 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucién no paramétrica de tau b de Kendall (tabla 20).
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Tabla 21

Prueba de normalidad de las variables afio 2017 y afio 2021.
Afio Estadistico Significancia
2017 0,540 0,000
2021 0,538 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2017, el valor estadistico fue de 0,540 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,538 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 21).

Tabla 22

Prueba de normalidad de las variables afio 2018 y afio 2021.
Afio Estadistico Significancia
2018 0,533 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2018, el valor estadistico fue de 0,533 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 22).

Tabla 23

Prueba de normalidad de las variables afio 2019 y afio 2021.
Ao Estadistico Significancia
2019 0,527 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2019, el valor estadistico fue de 0,527 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor

estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
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significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 23).

Tabla 24

Prueba de normalidad de las variables afio 2020 y afio 2021.
Afio Estadistico Significancia
2020 0,539 0,000
2021 0,539 0,000

Fuente: Elaboracion propia.

Para las calificaciones del afio 2020, el valor estadistico fue de 0,539 con una
significancia bilateral de 0,000. Para las calificaciones predecidas para el afio 2021, el valor
estadistico fue de 0,539 con una significancia bilateral de 0,000. De acuerdo a las
significancias obtenidas para ambas variables, el valor fue menor a 0,05; en consecuencia,
habiéndose usado Kolmogorov Smirnov como prueba de normalidad, se ha asumido, que no
presentan una distribucion normal; por lo que, para determinar la relacion entre ellas, se ha

empleado la distribucion no paramétrica de tau b de Kendall (tabla 24).

Tabla 25

Resumen de las pruebas de relacién con el coeficiente tau b de Kendall (tv) entre las
variables del rendimiento académico desde el afio 2010 hasta el 2020, con el rendimiento
académico predecido para el afio 2021.

Afio Estadistico Significancia (bilateral)
2010 -0,016 0,798
2011 0,004 0,948
2012 -0,063 0,349
2013 -0,027 0,686
2014 0,155 0,180
2015 0,001 0,100
2016 0,045 0,494
2017 0,008 0,900
2018 -0,029 0,644
2019 -0,024 0,705
2020 0,002 0,090

Fuente: Elaboracion propia.

Para la relacion entre las calificaciones del afio 2010 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = -0,016, con una significancia bilateral de 0,798 > 0,05; en
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consecuencia, no hay relacion del rendimiento académico afio 2010 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2011 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,004, con una significancia bilateral de 0,948 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2011 con el predecido para el
2021 (tabla 25).

Para la relacién entre las calificaciones del afio 2012 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = -0,063, con una significancia bilateral de 0,349 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2012 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2013 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = -0,027, con una significancia bilateral de 0,686 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2013 con el predecido para el
2021 (tabla 25).

Para la relacién entre las calificaciones del afio 2014 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,155, con una significancia bilateral de 0,180 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2014 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2015 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,001, con una significancia bilateral de 0,100 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2015 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2016 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,045, con una significancia bilateral de 0,494 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2016 con el predecido para el
2021 (tabla 25).

Para la relacién entre las calificaciones del afio 2017 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,008, con una significancia bilateral de 0,900 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2017 con el predecido para el
2021 (tabla 25).
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Para la relacién entre las calificaciones del afio 2018 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = -0,029, con una significancia bilateral de 0,644 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2018 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2019 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = -0,024, con una significancia bilateral de 0,705 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2019 con el predecido para el
2021 (tabla 25).

Para la relacion entre las calificaciones del afio 2020 y las predecidas para el 2021, el
coeficiente de correlacion fue t, = 0,002, con una significancia bilateral de 0,09 > 0,05; en
consecuencia, no hay relacion del rendimiento académico afio 2020 con el predecido para el
2021 (tabla 25).
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3.1.3. Objetivo especifico 3. Pronosticar el rendimiento académico en matematica del

2021 al 2027 de los estudiantes del quinto grado de secundaria de la I. E. “Santa Rosa”.
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Figura 11. Pronostico del rendimiento académico en matematica del 2021 al 2027.

Se observa una tendencia positiva del prondstico del rendimiento académico en

matematica, a partir del afio 2021 hasta el afio 2027, resaltando su incremento cada afio.

Tabla

26

Prondstico del rendimiento académico en matematica del 2021 al 2027.

~ Promedio del . .. Limite de confianza Limite de confianza
ANo ~ Pronostico . . .
afio inferior superior

2010 11,43

2011 12,39

2012 11,36

2013 11,59

2014 11,76

2015 12,56

2016 12,36

2017 12,82

2018 12,86

2019 13,48

2020 14,05 14,05 14,05 14,05
2021 13,92 13,10 14,74
2022 14,15 13,33 14,96
2023 14,37 13,55 15,19
2024 14,60 13,78 15,41
2025 14,82 14,01 15,64
2026 15,05 14,23 15,87
2027 15,28 14,46 16,09

Fuente: Elaboracion propia.
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A partir de los promedios histéricos del 2010 al 2020 obtenidos de las actas oficiales
de evaluacion, se ha pronosticado las siguientes calificaciones por afio: para el 2021 una
calificacion promedio de 13,92 con un limite de confianza inferior de 13,10 y un limite de
confianza superior de 14,74. Para el 2022 una calificacion promedio de 14,15 con un limite
de confianza inferior de 13,33 y un limite de confianza superior de 14,96. Para el 2023 una
calificacion promedio de 14,37 con un limite de confianza inferior de 13,55 y un limite de
confianza superior de 15,19. Para el 2024 una calificacion promedio de 14,60 con un limite
de confianza inferior de 13,78 y un limite de confianza superior de 15,41. Para el 2025 una
calificacion promedio de 14,82 con un limite de confianza inferior de 14,01 y un limite de
confianza superior de 15,64. Para el 2026 una calificacién promedio de 15,05 con un limite
de confianza inferior de 14,23 y un limite de confianza superior de 15,87. Para el 2027 una
calificacion promedio de 15,28 con un limite de confianza inferior de 14,46 y un limite de

confianza superior de 16,09 (tabla 26).

3.1. Discusion

Los cinco algoritmos clasificaron correctamente las 256 instancias del data test, a
ninguna instancia incorrectamente; obteniendo valor 1 para el estadistico de Kappa. De estos
algoritmos, K vecinos mas cercanos ha tenido como error absoluto promedio 0,0010 y como
error absoluto relativo 0,5828%; siendo estos valores; los menores respecto a sus
correspondientes, en los demas algoritmos utilizados (tabla 12). En consecuencia, el
algoritmo de aprendizaje automatico supervisado K vecinos mas cercanos, fue el de mayor
eficiencia en relacion con los otros, al predecir el rendimiento académico del afio 2021 de
los estudiantes que involucr6 el estudio. Estos resultados no coinciden con los hallazgos
realizado por Candia (2019), concluyendo de que random forest, tuvo mas eficiencia al
predecir el rendimiento de los estudiantes del primer semestre de la universidad nacional del
Cusco con el 69%, mientras que un segundo algoritmo, el de regresién logistica tuvo una

eficiencia del 68%.

Los resultados obtenidos con K vecinos mas cercanos de mayor eficiencia en este
estudio, y cuya prediccion fue para 256 estudiantes de quinto grado de secundaria; ha
acertado para todos los registros, segun lo previsto para el rendimiento académico al término
del afio 2021 (tabla 13), con una alta eficiencia en la prediccion (tablas 6 y 7). Contrariamente
a este resultado, Candia (2019) encontro eficiencias de hasta el 69% en la prediccion de otros

algoritmos de aprendizaje automatico supervisado. Estas dos investigaciones coinciden con
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lo concluido por Vega (2019), quien afirma que, si es posible la aplicacion de al menos un
modelo de machine learning con algoritmos supervisados, al predecir el rendimiento
académico basado en datos histdricos transaccionales, con mediana hasta una alta eficiencia.
Los resultados de la investigacion de Lizares (2017), confirmé que, después de examinar el
rendimiento de modelos predictivos con algoritmos supervisados, los arboles de
clasificacion, como técnica, evidenciaron mayor optimizacion, demostrando que es una

herramienta eficaz en modelos de prediccion del rendimiento académico.

Lo expuesto en el parrafo anterior, se complementa con lo concluido en la
investigacién que desarroll6 Marquez (2015), referido a que los algoritmos de clasificacion
se pueden emplear para obtener una prediccién buena del rendimiento académico, y
determinando con alta confiabilidad, a los estudiantes que aprobaran o reprobaran un
determinado curso; clasificAndolos con mucha precision y comprension, con pocas reglas y

condiciones.

Los tests realizados con Kolmogorov Smirnov, para las relaciones entre los promedios
del rendimiento académico desde el 2010 hasta el 2020, con las predicciones obtenidas para
el 2021 usando el algoritmo de aprendizaje automatico supervisado K vecinos mas cercanos,
indicaron que no cuentan con distribucion normal, cada una de ellas (tablas 14, 15, 16, 17,
18, 19, 20, 21, 22, 23, 24); raz6n por la cual, se ha determinado la relacion entre ellas,

empleando la distribucion tau b de Kendall.

Los resultados de los niveles de significancia con tau b de Kendall entre las variables
del rendimiento académico desde el afio 2010 hasta el 2020, con el rendimiento académico
predecido para el afio 2021, empleando el algoritmo de aprendizaje automatico supervisado
K vecinos mas cercanos; han referido en todos los casos, niveles de significancia bilateral
mayores a 0,05 (tabla 25); es por ello, que se ha concluido; con la inexistencia de relacion
del rendimiento académico 2010, 2011, 2012, 2013, 2014, 2015, 2016, 2017, 2018, 2019y
2021; respectivamente, y el rendimiento académico predecido para el 2021; por lo que,
resulta trivial, la relacion de dependencia entre estas variables; lo cual no ha tenido efecto
alguno, en el alto nivel de eficiencia de lo predecido sobre el rendimiento académico

realizado con K vecinos mas cercanos.

Lo argumentado en los dos parrafos anteriores, se complementan con las conclusiones
de Vega (2019), quien entre los hallazgos de su investigacion refiere que; cada modelo de

algoritmo de aprendizaje automatico supervisado, brinda una exactitud relacionada con el
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data set, que contiene un conjunto de variables con valores historicos que permiten su
entrenamiento, y cuya relacion con las variables predecidas en el data test, no son
significativas, para obtener con alta probabilidad, predicciones suficientemente confiables,
a partir de los datos de entrada. Lo antes expuesto, se contradice con los hallazgos de Lizares
(2017) quien en su estudio concluye que, hay ciertas variables histdricas del data set que
influencian en la precision y su aumento al predecir el rendimiento academico; lo que
coincide con lo expuesto por Méndez y Lépez (2019), quien en sus conclusiones de su
investigacion, manifiesta que existen factores de incidencia directa que refieren a datos
historicos del data set de incidencia directa para establecer el rendimiento de los estudiantes
que corresponden a datos predecidos en el data test, constituyéndose como una herramienta
eficaz, en la clasificacién y conocimiento con alta precision del bajo o alto desempefio del
estudiante.

El prondstico del rendimiento académico en matematica desde el afio 2021 hasta el
afio 2027, muestra una tendencia positiva, con un notorio incremento de los promedios de
las calificaciones, al transcurrir los afios proyectados (figura 11). Los resultados
pronosticados, se basaron en la informacion historica de los promedios de los afios desde el
2010 hasta el afio 2020, que ya evidenciaron un incremento de hasta 3,07 puntos en este
intervalo de tiempo, lo que respalda el incremento en el prondstico futuro. A partir del afio
2021 hasta el afio 2027, los promedios proyectados por cada afio, prevén un incremento de
hasta 1,36 puntos (tabla 26); en este periodo, siendo éste, un valor positivo, que en el
horizonte pronosticado garantiza el incremento sucesivo del promedio del rendimiento en

matematica de los estudiantes considerados en este estudio.



CONCLUSIONES

Existen algoritmos de aprendizaje automatico supervisado que predicen el rendimiento
académico en matematica con una eficiencia mayor o igual al 95%.

La prediccion del rendimiento académico para el 2021 en matemética para los
estudiantes del quinto grado de la I. E. “Santa Rosa”, es confiable con el 100% de acierto
usando el algoritmo de aprendizaje automatico supervisado K vecinos mas cercanos,
como el més eficiente.

No existe una relacion significativa entre las calificaciones del 2010 al 2020 con la
prediccion del rendimiento académico 2021 en matematica de estudiantes del quinto
grado de la I. E. “Santa Rosa”, usando K vecinos mas cercanos, como el algoritmo mas
eficiente.

El prondstico del rendimiento académico en matematica del 2021 al 2027 de estudiantes
del quinto grado de la I. E. “Santa Rosa”, tiene una tendencia positiva con un notorio

incremento en el tiempo.



RECOMENDACIONES

Implementar un sistema web que integre las funcionalidades del software WEKA 3.8.6
con el algoritmo K vecinos mas cercano que predice el rendimiento académico en
Matematica de los estudiantes de quinto grado de la I. E. “Santa Rosa”; a partir de sus
datos histdricos que se generan en cada afio.

Considerar periddicamente los resultados de la prediccion del rendimiento académico
de los estudiantes en Matematica, obtenido con K vecinos mas cercanos; a fin de
establecer estrategias de intervencion para cada estudiante, durante el desarrollo de la
clase; priorizando a aquellos con prediccion de desaprobar el afio lectivo.

Considerar el prondstico del rendimiento académico en matematica desde el afio 2021
al 2027, para tomar decisiones de estrategias de intervencién pedagogica Yy
administrativa e incrementar en mas de lo esperado, el promedio de rendimiento

académico de los estudiantes referidos en la investigacion.
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MATRIZ DE CONSISTENCIA
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PROBLEMAS

OBJETIVOS

HIPOTESIS

VARIABLES

DIMENSIONES

INDICADORES

GENERAL

¢Como es la eficiencia de
los algoritmos de
aprendizaje automatico
supervisado en la
prediccion del
rendimiento académico en
matematica de los
estudiantes del quinto
grado de secundaria de la
I. E. “Santa Rosa”?

ESPECIFICOS

- ¢Cbmo es la prediccion
del rendimiento
académico para el 2021
en matematica de los
estudiantes del quinto
grado de secundaria de
la . E. “Santa Rosa”
usando el algoritmo de
aprendizaje automatico
supervisado méas
eficiente?

GENERAL

Analizar la eficiencia de
los algoritmos de
aprendizaje automatico
supervisado en la
prediccion del
rendimiento académico en
matematica de los
estudiantes del quinto
grado de secundaria de la
I. E. “Santa Rosa”.

ESPECIFICOS

- Predecir el rendimiento
académico para el 2021
en matematica de los
estudiantes del quinto
grado de secundaria de
lal. E. “Santa Rosa”,
usando el algoritmo de
aprendizaje automatico
supervisado méas
eficiente.

GENERAL

Existen algoritmos de
aprendizaje automatico
supervisado que predicen
el rendimiento académico
en matematica de los
estudiantes del quinto
grado de secundaria de la
I. E. “Santa Rosa” con
una eficiencia mayor o
igual al 95%.

ESPECIFICAS

- La prediccién del
rendimiento académico
para el 2021 en
matematica de los
estudiantes del quinto
grado de la I. E. “Santa
Rosa” es confiable con
el 95% o mas de acierto
usando el algoritmo de
aprendizaje automaético
supervisado mas
eficiente.

Algoritmos de
aprendizaje
automatico
supervisado

Arbol de decision J-48.

Arbol de decision
Random Forest.

Algoritmo K vecinos méas
cercano.

Algoritmo de regresion
logistica.

Algoritmo de perceptrén
multicapa.

Calificativo bimestre 1-2010.
Calificativo bimestre 2-2010.
Calificativo bimestre 3-2010.
Calificativo bimestre 4-2010.
Calificativo promedio anual 2010.
Calificativo bimestre 1-2011.
Calificativo bimestre 2-2011.
Calificativo bimestre 3-2011.
Calificativo bimestre 4-2011.
Calificativo promedio anual 2011.
Calificativo bimestre 1-2012.
Calificativo bimestre 2-2012.
Calificativo bimestre 3-2012.
Calificativo bimestre 4-2012.
Calificativo promedio anual 2012.
Calificativo bimestre 1-2013.
Calificativo bimestre 2-2013.
Calificativo bimestre 3-2013.
Calificativo bimestre 4-2013.
Calificativo promedio anual 2013.
Calificativo bimestre 1-2014.
Calificativo bimestre 2-2014.
Calificativo bimestre 3-2014.
Calificativo bimestre 4-2014.
Calificativo promedio anual 2014.
Calificativo bimestre 1-2015.
Calificativo bimestre 2-2015.
Calificativo bimestre 3-2015.
Calificativo bimestre 4-2015.
Calificativo promedio anual 2015.
Calificativo bimestre 1-2016.
Calificativo bimestre 2-2016.
Calificativo bimestre 3-2016.
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¢Cual es la relacion que
existe entre las
calificaciones del 2010
al 2020 y la prediccion
del rendimiento
académico para el 2021
en matematica de los
estudiantes del quinto
grado de secundaria de
lal. E. “Santa Rosa”
usando el algoritmo de
aprendizaje automatico
supervisado méas
eficiente?

¢ Cuadl es el prondstico
del rendimiento
académico en
matematica del 2021 al
2027 de los estudiantes
del quinto grado de
secundaria de la I. E.
“Santa Rosa”?

Determinar la relacion
entre las calificaciones
del 2010 al 2020 y la
prediccion del
rendimiento académico
para el 2021 en
matemaética de los
estudiantes del quinto
grado de secundaria de
lal. E. “Santa Rosa”
usando el algoritmo de
aprendizaje automatico
supervisado méas
eficiente.

Pronosticar el
rendimiento académico
en matematica del 2021
al 2027 de los
estudiantes del quinto
grado de secundaria de
lal. E. “Santa Rosa”.

- Existe una relacion

significativa entre las
calificaciones del 2010
al 2020y la prediccion
del rendimiento
académico para el 2021
en matematica de los
estudiantes del quinto
grado de secundaria de
lal. E. “Santa Rosa”
usando el algoritmo de
aprendizaje automético
mas eficiente.

El prondstico del
rendimiento académico
en matematica del 2021
al 2027 de los
estudiantes del quinto
grado de secundaria de
laI. E. “Santa Rosa”,
sera constante.

Calificativo bimestre 4-2016.
Calificativo promedio anual 2016.
Calificativo bimestre 1-2017.
Calificativo bimestre 2-2017.
Calificativo bimestre 3-2017.
Calificativo bimestre 4-2017.
Calificativo promedio anual 2017.
Calificativo bimestre 1-2018.
Calificativo bimestre 2-2018.
Calificativo bimestre 3-2018.
Calificativo bimestre 4-2018.
Calificativo promedio anual 2018.
Calificativo bimestre 1-2019.
Calificativo bimestre 2-2019.
Calificativo bimestre 3-2019.
Calificativo bimestre 4-2019.
Calificativo promedio anual 2019.
Calificativo bimestre 1-2020.
Calificativo bimestre 2-2020.
Calificativo bimestre 3-2020.
Calificativo bimestre 4-2020.
Calificativo promedio anual 2020.
Calificativo bimestre 1-2021.
Calificativo bimestre 2-2021.
Calificativo previsto bimestre 3-2021.
Calificativo previsto bimestre 4-2021.
Calificativo previsto promedio anual
2021.

Rendimiento
académico

Prediccion

Prediccion del rendimiento académico
en matematica al 2021.
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Desconocimiento de las predicciones por cada estudiante del rendimiento académico en matemaética.

No se cuenta con mediciones
de la eficiencia de algoritmos
de aprendizaje automatico
supervisado en la prediccion
del rendimiento académico
en matematica.

No se cuenta con un modelo
predictivo del rendimiento
académico en matematica
para cada estudiante
utilizando un algoritmo de
aprendizaje automatico
supervisado muy eficiente.

Inexistencia de relaciones
entre las calificaciones del
2010 al 2020 y la prediccion
del rendimiento académico
para el 2021 en matematica.

No se cuenta con prondsticos
del rendimiento académico
del 2021 al 2027 en
matematica.

Inexistencia de predicciones del rendimiento académico en matematica empleando algoritmos de aprendizaje automatico supervisado.

A

A

A

A

Desinterés en el
conocimiento de la eficiencia
de algoritmos de aprendizaje
automatico supervisado al
predecir el rendimiento
académico en matematica.

No utilizacién de algoritmos
de aprendizaje automatico
supervisado de  mayor
eficiencia al predecir el
rendimiento académico en
matematica.

Desinterés por establecer
relaciones entre las
calificaciones del 2010 al
2020 y las predicciones del
rendimiento académico para
el 2021 en matematica.

Desinterés por conocer el
prondstico del rendimiento
académico del 2021 al 2027
en matematica.




Anexo 3

ARBOL DE OBJETIVOS (MEDIOS - FINES — LOGRO)

Conocimiento de las predicciones por cada estudiante del rendimiento académico en matematica.

Analizar la eficiencia de los
algoritmos de aprendizaje
automatico supervisado en la
prediccion del rendimiento
académico en matematica.

Predecir el rendimiento
académico para el 2021 en
matematica usando el

algoritmo de aprendizaje
automatico supervisado mas

Determinar la relacion entre las
calificaciones del 2010 al 2020 y
la prediccion del rendimiento
académico 2021 en matematica
usando el algoritmo de
aprendizaje automatico
supervisado de mayor eficiencia.

Pronosticar el rendimiento
académico en matematica del
2021 al 2027.

]

eficiente.

]

1

Existencia de predicciones del rendimiento académico en matematica utilizando algoritmos de aprendizaje automatico supervisado

A

A

A

A

Entrenar y testear algoritmos
supervisados para obtener la
eficiencia al predecir el
rendimiento academico en
matematica.

Entrenar- testear al algoritmo
de aprendizaje automaético
supervisado  de  mayor
eficiencia en la prediccion
del rendimiento academico
en matematica.

Organizar la data  sobre
calificaciones desde el 2010 al
2020 y las predicciones del
rendimiento  académico  en
matematica para el 2021 para
establecer la relacion entre ellos.

Organizar los datos de las
calificaciones del 2010 al
2020 para pronosticar el
rendimiento académico en
matematica.
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Anexo 4
LISTA DE COTEJO

Cadigo 1 2 3 4

E2933

Leyenda:

1: Calificativo primer bimestre
2: Calificativo segundo bimestre
3: Calificativo tercer bimestre

4: Calificativo cuarto bimestre
5: Calificativo promedio anual
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